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Resumo

Escalonar funcionarios em um projeto de software pode ser uma tarefa complexa de ser
realizada manualmente e, com isso, acarretar acréscimos na duragao e no custo do pro-
jeto. Dessa forma, sao usados algoritmos de otimizacao para gerar solugoes automaticas
e que minimizem esses problemas. No entanto, definir um algoritmo e configurar os seus
pardmetros é uma tarefa dispendiosa, exigindo, em sua maioria, testes empiricos para
a validacao daquela configuracao. Hiper-heuristicas sao algoritmos que geram outras
heuristicas e suas configuragoes, tornando-se uma forma mais facil de resolver um dado
problema. Esse projeto estudou a aplicacao de hiper-heuristica para gerar configuragoes
de parametrizacdo para a meta-heuristica de Otimizacao por Enxame de Particulas, na
tentativa de melhorar os resultados ja vistos na literatura para o problema do escalo-
namento. A andlise dos resultados sugerem que os algoritmos gerados obtiveram uma

performance melhor do que as ja existentes na literatura.

Palavras-chaves: SPSP. PSO. hiper-heuristica. meta-heuristica. planejamento de projeto

de software. otimizacdo combinatéria.
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1 Introducao

O Problema do Escalonamento em Projeto de Software - Software Project Scheduling
Problem (SPSP) - é uma atividade que integra o ciclo de desenvolvimento de um software,
fazendo parte de seu planejamento (SOMMERVILLE, 2015). Essa atividade, restrita ao lider do
projeto em sua maioria (PRESSMAN, 2014), possui alta importancia, uma vez que estatisticas
apontam que somente 29% de 50.000 projetos do ano de 2015 obtiveram sucesso (GROUP,
2015), onde boa parte dos insucessos derivaram de falhas que aconteceram no planejamento.
Dentre os considerados grandes, a situagcdo ainda deixa mais evidente a importancia de um bom
planejamento, visto que apenas 2% dos projetos considerados grandes conseguiram chegar ao

final de forma satisfatéria.

Virias variantes do SPSP sdo estudadas na literatura. Uma das primeiras tentativas de
modelagem remete-se ao Resource-Constrained Software Project Scheduling (RCSPS) (BRUC-
KERA etal., 1999). Nesse modelo, existem as atividades com suas duragdes, e existem os recur-
sos com suas respectivas capacidades. Cada atividade se relaciona com alguma outra, indicando
uma relacdo de pré-requisito. Ao iniciar uma atividade, a mesma consome uma quantidade es-
pecifica de recursos, os quais sdo liberados ao seu término. O objetivo do RCSPS € alocar
recursos para as tarefas de uma forma que todas sejam completadas da forma mais répida, isto

€, que o instante em que a ultima tarefa acaba seja o menor possivel.

Recentemente, uma das modelagens mais utilizadas pela literatura do SPSP foi pro-
posta em Alba e Chicano (2007). Diversos trabalhos na literatura relacionada buscaram novas
investigagdes acerca do SPSP sob a ética dessa modelagem (CHANG et al., 2008), (CHEN;
ZHANG, 2013a), (XIAO; AO; TANG, 2013). Em linhas gerais, o lider do projeto deve es-
colher funciondrios para desempenhar varias tarefas. Cada funciondrio possui caracteristicas
individuais, como saldrio e habilidades, da mesma forma que cada tarefa possui um custo, ha-

bilidades necessdrias para a sua execug¢do, e relacionam-se entre si.

Contudo, todas as modelagens do SPSP sdo, de forma instriseca, dificeis, no que tange
a sua complexidade computacional. Isso acontece, pois, todas essas modelagens pertencem a
classe N'P-Dificil (CRAWFORD et al., 2014), e portanto, se desconhece a existéncia de um
algoritmo exato que possa resolver estas variantes de forma eficiente. Dessa forma, os traba-
lhos da literatura optam por estudar o SPSP usando heuristicas (PEIXOTO; MATEUS; RE-
SENDE, 2014), uma vez que as mesmas apresentam bons resultados (GOLDBARG; GOLD-
BARG; LUNA, 2016), ainda que estes ndo sejam 6timos.

Essas propostas estdo englobadas pela area de Engenharia de Software Baseada em
Busca - Search-Based Software Engineering (SBSE) (HARMAN; JONES, 2001) - uma area

emergente que visa a solu¢do de problemas de natureza dificil da Engenharia de Software,
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através do uso, em sua maioria, de heuristicas e de métricas avaliadoras, capazes de quan-
tificar o qudo boa € uma solucdo. O poder de abstracdo das meta-heuristicas, que as fazem
serem aplicadas de forma quase que independente do problema, € uma das caracteristicas que
impulsionou-as como o método mais utilizado na SBSE (HARMAN, 2007).

No entanto, mesmo que meta-heuristicas se abstenham do dominio do problema, elas
ainda necessitam de configuracdes a partir de parametros. A tarefa de escolha desses parame-
tros pode ser dispendiosa e até mesmo dificil (SABAR et al., 2013), em certos casos. Nesse
contexto, as hiper-heuristicas aparecem como uma maneira para a gera¢do de meta-heuristicas
genéricas o suficiente. Elas s@o definidas como um método de busca ou mecanismo de apren-
dizagem para selecionar ou gerar heuristicas para resolverem problemas de buscas. Em outras
palavras, hiper-heuristicas buscam boas meta-heuristicas ao invés de boas solug¢des. Ao adicio-
nar mais um nivel de abstracdo, hiper-heuristicas devem ser mais genéricas ainda para que con-
sigam produzir solucdes aceitdveis para diferentes instancias de um mesmo problema (BURKE
etal., 2013).

Finalmente, hiper-heuristicas ainda estdo comecando a ganhar corpo no contexto da
SBSE. No entanto, os resultados que ja existem na literatura sdo promissores. Dentre alguns,
hiper-heuristicas foram usadas para escolhas de refatoracao em software (MARIANI, 2017),
testes e integridade de um software (JIA et al., 2015), para gerar algoritmos de busca (MARI-
ANI et al., 2016), e para selecionar operadores de buscas a serem usados durante a execug¢do
de um algoritmo (GUIZZO et al., 2015), (JIA, 2015). Porém, hiper-heuristicas ainda ndo foram
aplicadas em nenhum modelo de escalonamento de funciondrios, sobretudo no SPSP. Dessa
forma, cabe a investigacdo sobre o desempenho da meta-heuristica de enxame de particulas

(PSO) no contexto do especificado, na tentativa de aprimorar os resultados existentes.

1.1 Hipdteses

A hipétese principal desse projeto de pesquisa € de que, através da constru¢do de uma
gramdtica, que cubra um leque considerdvel de combinacdes para a escolha de parametros, e a
escolha de uma hiper-heuristica, é possivel encontrar solu¢des para o SPSP melhores que as ja

existentes na literatura.

1.2 Objetivos do Projeto

O objetivo principal desse projeto € alcangar resultados melhores ou tdo bom quantos
0s ja existentes na literatura para o o SPSP. Para cumpri-lo, deve-se, também, a elaboracao de
uma hiper-heuristica capaz de gerar novas meta-heuristicas tais quais o PSO, ji englobando a

criacdo de uma gramdtica que servird de uso na determinacao dos parametros do PSO.
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1.3 Organizacao

Este presente relatério estd organizado da seguinte forma:

Capitulo 2 - Revisao da Literatura: Esse capitulo apresenta todas definicdes e conceitos ne-
cessario para o entendimento desse projeto de pesquisa. Tais conceitos abordam proble-

mas com muitos objetivos, o SPSP, as meta-heuristicas e as hiper-heuristicas;

Capitulo 3 - Metodologia: Esse capitulo detalha a metodologia seguida desde o inicio do pro-
jeto, bem como as atividades realizada. Além disso, também detalha o cronograma se-

guido durante a primeira parte desse projeto de pesquisa;

Capitulo 4 - Experimentos: Neste capitulo estdo detalhadas todas as esquematizagdes, métri-
cas, gramdtica e instancia utilizada neste projeto. Todo o embasamento tedrico foi usado

para a definicdo dos instrumentos aqui definidos;

Capitulo 5 - Resultados: Explicitam a saida gerada dos experimentos, discutindo os por qués

do que foi obtido e argumentando acerca do desempenho da hiper-heuristica;

Capitulo 6 - Conclusdes: Esse capitulo contempla as conclusdes alcancadas através de todos
os conceitos apresentados no Capitulo 2 em conjunto com o que foi apresentado nos

resultados.
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2 Revisao da Literatura

Para a investigacdo dos objetivos apresentados na se¢do 1.2, é preciso estudar e definir
diversos conceitos que tangem o tema do projeto de pesquisa. Dessa forma, serdo introduzidos
na secdo 2.1 os problemas com muitos objetivos, uma vez que o SPSP, formalizado na secao
2.2, é classificado como um problema desse tipo. Para a busca das solugdes, serd discutida
a Engenharia de Software Baseada em Busca, na secdo 2.3. Finalmente, as técnicas estudadas
para a obtenc¢do das solugdes, as meta-heuristicas e hiper-heuristicas, sdo apresentadas na secoes

2.4 e 2.7, respectivamente.

2.1 Problemas com Muitos Objetivos

Um problema € dito ser multiobjetivo (ou ter muitos objetivos) quando ele possui uma
quantidade k£ de objetivos a serem otimizados simultaneamente, onde k£ ¢ um nimero natural
maior que 1. Formalmente, uma otimizagdo com vérios objetivos é composta por vetores de
decisdes = = [z1, xo, ..., mn}T, onde n sdo as varidveis de decisdes e 1" € a transposi¢do do vetor
coluna - a representacdo usual - para o vetor linha, restricdes de modelo limitacdes fisicas ou
temporais, por exemplo que sdo representadas por inequagdes g; < 0,7 = {1,2,...,m} ou
igualdades hj(z) = 0,5 = {1,2,...,p} onde m e p representam a quantidade de restrigdes.
Para a medi¢ao da qualidade de uma solucao, usa-se fungdes objetivos, expressas a partir dos
vetores de decisdes. Uma funcdo objetivo é definida como f(z) = [fi(z), ..., f.(z)]", onde z é
o numero de objetivos (COELLO; LAMONT; VELDHUIZEN, 2007).

Para os problemas que possuem apenas um objetivo, hd somente um valor para a sua
solucdo otima (LUNA et al., 2013). No entanto, o conceito de solu¢do 6tima muda para os
problemas multiobjetivos. Além de possuir vdrias solucdes, a nocao de otimalidade também
varia nesse contexto. Boas solu¢des sao aquelas que possuem um compromisso entre os obje-
tivos, onde os valores dos mesmos estdo balanceados (COELLO; LAMONT; VELDHUIZEN,
2007). Essas solugdes fazem parte do Conjunto Otimo de Pareto, indicando que um objetivo
nao pode ser melhorado sem que prejudique algum outro. Esse mesmo conjunto passa a ser cha-
mado de Fronteira de Pareto quando plotado no espago dos objetivos (GOLDBARG; GOLD-
BARG; LUNA, 2016). Matematicamente, define-se que (COELLO; LAMONT; VELDHUI-
ZEN, 2007):

Definiciio 2.1.1 (Otimo de Pareto) Uma solucdo x* é 6tima de Pareto se ndo existir nenhum
x € X tal que f,(x) < f.(x*) para todo z € K = {1,2,...,k}. Essa definicdo mostra que se
x* é otimo de Pareto entdo ndo existe nenhum vetor x que ird melhorar um objetivo sem causar,

simultaneamente, a piora de um outro.
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Figura 1 — Fronteira de Pareto gerada a partir de uma instancia do SPSP.

(o]
o
2
k) K N
fe)
o
Objetivo 1 ]

Fonte: Adaptado de (WIKIPEDIA, 2018).

Definicdo 2.1.2 (Dominancia de Pareto) E dito que uma solucéo v = (uy, ug, ..., u,), domina

uma outra solugdo v = (vy, v, ..., v,) se e se somente se paratodo z € K = {1,2, ..., k} tem-se

que f-(u) < fo(v) €3 z: fo(u) < fa(v).

Definiciio 2.1.3 (Fronteira de Pareto) E a imagem de um determinado conjunto de solugdes

otimo de Pareto no espaco dos valores objetivos.

A Figura 1 ilustra uma fronteira de Pareto. Ela estd representada por um plano carte-
siano pois estd relacionada um problema (de maximizacao) com dois objetivos. Os pontos em
vermelho (A, B, ..., H) fazem parte da fronteira de Pareto. Esses pontos estdo de acordo com a
definicao 2.1.2, uma vez que nenhum ponto dessa fronteira domina o outro por completo, isto €,
hd, ao menos, um objetivo no qual ele ndo € melhor do que outra solugdo pertencente a0 mesmo
conjunto. (ANDRADE; SILVA; BRITTO, 2018).

2.2 O Problema do Escalonamento em Projeto de Software

O projeto de um software é composto de tarefas e funciondrios, que em diferentes ce-
ndrios e ambientes de trabalho, se organizam e planejam diferentes formas de fazer um produto.
Independentemente da demanda e do mercado alvo, € crucial que antes do projeto haja uma or-
ganizagdo e divisao sobre quem ird fazer o que durante o desenvolvimento do software, a fim de
respeitar todos os prazos e orcamentos (SOMMERVILLE, 2015). Essa divisdo € comumente
chamada de fase de escalonamento, onde cada funcionario € associado a uma ou mais tarefas e
€ definida sua participacdo na mesma. Tal escalonamento deve respeitar, também, a capacidade

(habilidade ou contratual) de cada funcionério.
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A tarefa de apresentar um escalonamento € realizada pelo lider do projeto. Segundo
Pressman (2014), o lider deve fazer um escalonamento de tal forma que seja possivel para ele
controlar e monitorar o progresso do projeto. Sem um escalonamento formalmente definido,
¢ impossivel fazer isso caso o projeto seja complexo demais (PRESSMAN, 2014). Chen e
Zhang (2013b) mostram que na China, por exemplo, mais de 40% dos projetos que falharam
tinham fracos planos de projeto e funciondrios. J4 (GROUP, 2015) relatou que somente 29%
de 50.000 projetos do ano de 2015, obtiveram sucesso. O relatério ainda mostra que, se ava-
liados por tamanho, apenas 2% dos projetos considerados grandes puderam chegar ao fim do

desenvolvimento de forma satisfatoria.

O problema de escalonar pessoas a tarefas em um projeto de software é estudado na
literatura e € conhecido como o Problema do Escalonamento em Projeto de Software - Software
Project Scheduling Problem (SPSP). O SPSP € uma subdarea dentro da drea relacionada a desen-
volvimento de software, a tarefa de gestdo de um projeto de software (FERRUCCI; HARMAN;
SARRO, 2014), (PEIXOTO; MATEUS; RESENDE, 2014). Segundo Pressman (2014), a ativi-
dade de escalonar distribui o esforco estimado ao longo de toda a duragcdo do desenvolvimento,
alocando esse esfor¢o em tarefas especificas do ciclo do desenvolvimento. Portanto, o SPSP
consiste em associar um conjunto de funciondrios a determinadas tarefas, seguindo regras e

visando o maior lucro possivel.

Como exemplo, considere as Figuras 2 e 3, onde ambas representam um possivel ce-
nario para um projeto de software. A Figura 2 elenca o conjunto de funciondrios designados
para o projeto. Cada funciondrio possui habilidades particulares (o funcionério 1, por exemplo,
possui habilidades de programagdo e modelagem UML), assim como uma dedicagdo ao traba-
lho e seu salario. Para as tarefas, na Figura 3, a representacao € similar. Cada tarefa possui um
custo associado a ela, e habilidades necessdrias para a sua realizacdo. Tomando como exemplo
a tarefa 1, seu custo de producéo é estimado em $15 unidades monetérias, possuindo a progra-
macao e a modelagem UML como habilidades necessdrias. Nesse caso, o funciondrio 1 é capaz

de realiza-la.

Uma dada solugdo para o SPSP estd representada na forma de uma matriz, denominada
de Matriz de Dedicacdo (DM). Nela, cada célula indica o quanto um funciondrio ird dedicar-
se para uma tarefa, em um dia de trabalho. Linhas representam o funciondrio, enquanto que
as colunas representam as tarefas. A Figura 4 ilustra uma matriz de dedicacdo. Nela, por
exemplo, o Funciondrio 3 dedica 100,0% do seu dia de trabalho ao projeto, enquanto que o
Funciondrio 4 gasta 95,0% de seu dia de trabalho no projeto. Se o valor de uma célula € 0, 0,
entdo quer dizer que o funciondrio em questdo ndo trabalha nessa tarefa. Como o objetivo de
todo lider de projeto é de que o tempo de desenvolvimento seja o menor possivel, gastando-
se uma quantidade minima de recursos (ALBA; CHICANO, 2007), o escalonamento deve ser
feito de forma 6tima, mesmo que sujeito a vdrias restri¢des, que pode ser falta de habilidade por
parte dos funciondrios a até mesmo excesso de carga de trabalho. A Tabela 1 sumariza todas as

varidveis de uma instancia do SPSP. A partir delas, € possivel computar a dura¢do do projeto,
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Figura 2 — Representagdo de um funcionario e suas propriedades.

s1: Programacgao.

sy: Modelagem UML.
Conjunto de Habilidades: {s1, S, 53, S4, S5} s3: Banco de Dados.

s4: Web Design.

s5: Lideranga técnica.

Funcionaério 1 Funcionario 2 Funcionério 3 Funcionério 4
Habilidades: {s1, s2} Habilidades: {s, S, S5} Habilidades: {s,, s3} Habilidades: {sq, s3}
Dedicagdo maxima: 0,8 Dedicagdo maxima: 1,0 Dedica¢do maxima: 1,0 Dedicag@o maxima: 0,75
Salario = $ 3,000.00 Salario = $ 5,000.00 Salario = $ 3,500.00 Salario = $ 2,500.00

Fonte: Proprio autor.

Figura 3 — Representagdo de uma tarefa e suas propriedades.

Habilidades: {s;, s,} Habilidades: {s3, S4, S5}
Custo: $ 15,00 Custo: $ 50,00

Habilidades: {s1, S, S4, S5}
Custo: $ 15,00

: (D)

Habilidades: {s3, s4} Habilidades: {s1, 54}
Custo: $ 75,00 Custo: $ 27,00

Fonte: Préprio autor.

bem como seu custo previsto.

Para a duragdo do projeto, primeiro deve-se calcular a duracao individual de cada tarefa
(Equagdo 2.1) e, em seguida, definir seu inicio e fim. Para as tarefas que ndo possuem nenhuma
outra como pré-requisito, seu inicio se da no inicio do projeto (instante 0), enquanto que as que
necessitam da execucdo de outras tem inicio no instante em que a tltima predecessora acaba. O
fim, portanto, € calculado como sendo a soma do instante do inicio da execugdo da tarefa, com

a sua duracdo. Dessa forma, a duragdo total do projeto é dada como o instante em que a tltima
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Figura 4 — Matriz de dedicacao de um escalonamento.

Tarefa 1 Tarefa 2 Tarefa 3 Tarefa 4 Tarefa 5
Funcionario 1 0,00 1,0 0,34 0,20 0,40
Funcionario 2 0,10 0,10 0,10 0,40 0,30
Funcionario 3 0,25 0,25 0,25 0,15 0,10
Funcionario 4 0,75 0,05 0,05 0,05 0,05

Fonte: Proprio autor.

Tabela 1 — Tabela de varidveis usadas no SPSP.

Variavel Significado
E Quantidade total de funcionarios
T Quantidade total de tarefas
GV, E) Grafo de precedéncia de tarefas
eskills Conjunto de habilidades do funcionario
el Saldrio do funcionério
eover Excesso de trabalho de funcionario
gokills Conjunto de habilidades necesséarias para a realizacao da tarefa
geost Custo total para a realizacao da tarefa
tini Instante inicial de uma tarefa
tend Instante final de uma tarefa
gdur Tempo de duracao de uma tarefa
Peost Custo total do projeto
Dover Excesso de trabalho total do projeto
X = (mij)pxr Matriz de dedicagao dos funcionarios ao projeto

Fonte: Proéprio autor.

tarefa acaba, isto €, o maior tempo final calculado.

cost
.
S

i=1 Tij

O custo do projeto € a soma de todas as taxas pagas aos funciondrios, de acordo com

dur __
peur (2.1)

suas dedicagdes ao projeto. As taxas sdo calculadas multiplicando o saldrio dos funciondrios
pelo tempo gasto no projeto. O tempo gasto no projeto € a soma de suas dedicagdes multiplicada

pela duracdo de cada tarefa. Formalmente:

E T
Pcost = Z Z efal . ill'ij . t;iur (22)

i=1 j=1

Por fim, para que uma solugdo seja dada como valida, devem ser satisfeitas trés res-

tricdes. A primeira € de que toda tarefa deve ser realizada por algum funciondrio, de tal forma
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que todas sejam completadas. Isto é:

E
» ay>0vj€{1,2,..T} (2.3)
=1

Segundo, a unido dos conjuntos de habilidades de todos os funciondrios associado a
uma tarefa deve conter ou ser o conjunto de habilidades necessdrias para a realizagdao de uma

tarefa:

t;kills g U efkills VJ & {]., 2, ey T} (24)

{ils;>0}

Como nenhum funcionario deve trabalhar acima de seu limite, o excesso de trabalho
do projeto (overwork) deve ser 0 (p,e = 0). Para verificar essa restri¢do, primeiro calcula-se a

funcao de trabalho (7) de cada funciondrio, em relagdo ao tempo de execucao do projeto:

vk (r) = > T (2.5)

i|¢start d
legtert<r<tsnd)

O funciondrio excede o seu limite de trabalho caso e*"* (1) > emavded em qualquer

instante 7 da execugdo do projeto. O excedente total do funciondrio (ef"“") € representado por:

T=Pdur
e’ = / ramp(eX* (1) — emerded) dr (2.6)
7=0

Onde ramp € uma fun¢do definida por:

x, sex >0
ramp(z) = (2.7)
0, sex <0

2.3 Engenharia de Software Baseada em Busca

A Engenharia de Software Baseada em Busca - Search-Based Software Engineering
foi introduzida em Harman e Jones (2001). A SBSE investiga técnicas de buscas, como meta-
heuristicas, para a solu¢c@o de problemas da engenharia de software, muitos deles resolvidos de
forma ad hoc. Desde sua concep¢do, a SBSE vem crescendo e atraindo mais pesquisas sobre
novas modelagens e novas técnicas de busca de solucdes (HARMAN, 2012). De acordo com
(HARMAN; JONES, 2001), apenas dois quesitos sdo necessdrios para estudar um problema da

engenharia de software na area de SBSE:

1. Uma representacdo formal do problema.
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2. A defini¢do do qudo boa € uma solucdo através dos valores do(s) objetivo(s) (fitness) .

O item 1 refere-se a como o problema pode ser representado de tal forma que possa ser
aplicado técnicas computacionais, tais como algum célculo sobre a representacdo. Sdo exem-
plos de representagdes um vetor, ou uma matriz. Ja a fungdo objetivo, item 2, € responsavel por
guiar o processo de busca, uma vez que € ela quem quantifica, através de métricas (HARMAN;
CLARK, 2004), o quao boa ¢ a solucdo em relac@o a um referencial, que pode ser simplesmente

o conjunto disponivel de solucdes.

A modelagem proposta por Alba e Chicano (2007), objeto da se¢do 2.2, para o Pro-
blema do Escalonamento em Projeto de Software se encaixa nos critérios 1 e 2 da SBSE. A
representacdo formal permite gerar a matriz de dedicacdo, como uma solugdo, e a partir da
mesma, os fitness sao representados pelos quatro objetivos: duragdo, custo, estabilidade e ro-

bustez. A busca por solucdes se da pela aplicacdo de meta-heuristicas, descritas a seguir.

2.4 Meta-heuristicas

O Problema do Escalonamento em Projeto de Software é um problema de otimizacao,
onde, dentre todos os objetivos, deseja-se otimiza-los de tal forma que, escolhidas suas varidveis
de decisdo, sejam obtida solu¢des que apresentem um bom compromisso entre eles. No entanto,
problemas de otimiza¢do impdem um grande desafio para a computacdo, sobretudo no que se

trata a complexidade para oferecer solucdes para tais problemas.

Desde que muitos problemas de otimizagao, como o SPSP (CRAWFORD et al., 2014),
sdo classificados na literatura como pertencentes a classe A/ P-Dificil, ndo hd evidéncias de al-
goritmos exatos que possam resolvé-los sem consumir um tempo (ou memoria) que seja ex-
ponencial em relagdo ao tamanho da entrada do mesmo, a menos que P = NP (GAREY,
JOHNSON, 1979). Diante do esfor¢co em resolver problemas dessa complexidade com um
tempo de execugdo vidvel, as heuristicas sdo aplicadas. Assim sendo, define-se heuristicas da

seguinte forma:

Definicao 2.4.1 (Heuristicas) Uma heuristica é uma técnica de solucdo de problema onde a
solucdo parcial mais apropriada no estado atual é selecionada a partir de métodos que empre-
gam regras comparativas. (COELLO; LAMONT; VELDHUIZEN, 2007)

Segundo (GOLDBARG; GOLDBARG; LUNA, 2016), as heuristicas visam alcangar
solucdes avaliadas como aceitdveis para um dado problema utilizando um esfor¢co computa-
cional consideravelmente aceitdvel, garantindo, em determinadas condi¢des, a otimalidade da
solucdo gerada. Isso acontece, pois, os métodos heuristicos sistematicamente selecionam solu-
coes aparentemente boas, segundo seus métodos de selecdes empregados. Solugdes boas para

tais métodos sao aquelas que, localmente, se destacaram em relagdo as outras, e valem a pena
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serem exploradas. Esses métodos sdo oriundos de varias inspira¢des, podendo ser uma simples
comparacao entre as solugdes candidatas ou até mesmo a computacdo de alguma métrica esta-
tistica qualquer. Mas, devido a enorme quantidade de problemas e variantes destes na natureza,
um conjunto de heuristicas pode ser bom para uma classe de problema mas péssimo para outros
(LAM; LI, 2010).

A busca por algoritmos que possuem um maior poder de generalizacdo resultaram
em métodos abstratos que estdo em um nivel maior do que o problema ao qual serd aplicado.
Esses algoritmos receberam o nome de meta-heuristicas e representam o atual estado da arte de
otimizacdo (GOLDBARG; GOLDBARG; LUNA, 2016). O prefixo meta sugere uma abstracao
do algoritmo na solu¢@o do problema. De fato, segundo (GOLDBARG; GOLDBARG; LUNA,
2016), uma meta-heuristica pode ser vista como método que guia o processo de computacao
de uma ou mais heuristicas para a solucio de um problema (apud DORIGO; STUZLE, 2004).

Meta-heuristicas sdo, entdo, definidas da seguinte forma:

Definicao 2.4.2 (Meta-heuristicas) Meta-heuristicas sdo estratégias de alto nivel que guiam
outros processos de baixo nivel, como heuristicas, buscando solucdes vidveis em contextos com
dominios complexos. (COELLO; LAMONT; VELDHUIZEN, 2007)

2.4.1 Meta-heuristicas Evolucionarias

A meta-heuristica usada neste trabalho € considerada pertencente a classe de meta-
heuristicas evoluciondrias - Multiobjective Evolutionary Algorithms (MOEA). Essa categoria
de algoritmos possui inspiragdes oriundas de fendmenos da natureza, tais quais bioldgico, qui-
mico, etc (GOLDBARG; GOLDBARG:; LUNA, 2016). E caracteristico dessa classe basear seu
conjunto solu¢do como uma populagdo, onde cada individuo dessa populagdo € uma solucao por
si propria. O método de busca das meta-heuristicas evoluciondrias pode ser facilmente guiado
pelo dominio do problema sem que precise ser modificado (COELLO; LAMONT; VELDHUI-
ZEN, 2007). Esse aspecto transformou-se em uma vantagem para as MOEA, visto que por
conta disso seu desenvolvimento se tornou simples, bem como seu entendimento e sua visu-
alizacdo. Harman (2012) cita que MOEA ¢ o tipo de meta-heuristica mais usado na SBSE.

Portanto, todas as MOEA compartilham um esquema algoritmico, mostrado no Algoritmo 1,
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com poucas variagoes.

Algoritmo 1: Pseudocédigo de uma Meta-heuristica Evolucionaria
Saida: Fronteira de Pareto.

1 1niclo
2 populagéo < inicializacdo da populagao, conjunto inicial vazio;
3 Criacao de inviduos que irdo compor as primeiras solucdes de populacao;
4 Avaliacao de cada individuo € populagao;
5 enquanto critério de parada ndo atingido faga
6 Atualizacdo da populacao atual utilizando operadores evolucionarios;
7 populacdo_descendente < geragao de invididuos a partir da populacao atual;
8 Avaliacdo de cada individuo € populacdo_descendente;
9 populacao <« selecao dos melhores individuos de populacdo_descendente;
10 fim
11 retorna Melhores individuos gerados
12 fim

No algoritmo 1, uma MOEA comeca o processo de busca a partir da criacdo de uma
populacdo inicial (linha 3), que pode ser gerada de diversas formas, podendo ser aleatéria ou
com uma estratégia pré-definida. O préximo passo, na linha 4, € a atribuicio a cada individuo
da populagcdo um fitness correspondente, computado a partir das suas varidveis de decisdo e
de uma métrica qualquer. Assim, a meta-heuristica inicia o processo de busca que se repete
até que um critério de parada seja atingido (linha 5). O procedimento € repetido de forma
similar aos passos iniciais, sendo a diferenga consistindo em duas caracteristicas: 1) operadores
evoluciondrios (mutagdo, cruzamento, etc) sdo utilizados para modficar os individuos atuais
e 2) os novos individuos, pertencentes a uma populacdo descendente, sdo gerados a partir da
populagdo anterior a ela. Dessa forma, hd um aprimoramento das solugdes existentes e a MOEA

mantém a capacidade de explorar novos locais de busca.

O passo descrito na linha 7 € o mesmo desempenhado na linha 3. Apds a atribui¢do do
fitness, os melhores individuos descendentes sao selecionados e passam a compor a populacao
inicial (linha 8). Ao final da execucdo, depois de atingir o critério de parada, é retornado um
conjunto com os melhores individuos gerados durante o processo. Nele, nenhum individuo

domina um outro, caracterizando, portanto, uma fronteira de Pareto.

2.4.2 Otimizagao Por Enxame de Particulas

A Otimizagdo por Enxame de Particulas - Particle Swarm Optimization (PSO) (KEN-
NEDY; EBERHART, 1995) - é uma meta-heuristica baseada no comportamento social dos
passaros, quando estes buscam por comida. Devido ao seus bons resultados em problemas
de varios tipos, sobretudo nos quais as varidveis sdo continuas (REYES-SIERRA; COELLO,
2006), PSO ¢ largamente usada na literatura, com diversas variantes, algumas delas adaptadas

para problemas com muitos objetivos.
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Um individuo de sua populag¢do € denominado de particula, e o seu conjunto, enxame.
Cada uma dessas particulas possui varidveis que computam a sua posi¢do no espaco de buscae a
velocidade da mesma. A posi¢do de cada particula € atualizada de acordo com a sua experiéncia

e a sua vizinhanga. Para calcular-se a distancia, leva-se em conta a velocidade dessa particula.

A qualidade de uma vizinhanca tem um papel importante na qualidade de uma parti-
cula. Além das varidveis j4 descritas, um individuo também possui varidveis relativas a posi¢oes
de outras particulas (e dela mesma): pbest, lbest, gbest. A primeira armazena a melhor posi¢ao
encontrada pela particula. A segunda, a melhor posi¢do encontrada em uma dada vizinhanca.
A terceira, a melhor posicdo encontrada dentre todas as particulas. Essas varidveis servem de
apoio pra a atualizacio do(s) lider(es) de uma particula. Um lider é um individuo usado para

guiar outras particulas em dire¢do a melhores regides do espaco de busca.

Desde a primeira tentativa de adaptacdo do PSO para problemas com muitos objetivos,
mais de trinta variantes, que possuem uma abordagem multi-objetiva, foram desenvolvidas.
Dentre elas, destaca-se a Speed-constrained Multi-objective PSO (SMPSO) (NEBRO et al.,
2009). Essa variante se diferencia das outras por incorporar um mecanismo de controle de velo-
cidade a particulas, uma vez que esta poderia se tornar alta demais, resultando em movimentos
erroneos das mesmas. Esse evento, de descontrole de velocidade, € chamado de explosao de

enxame.

Além do mecanismo de controle de velocidade, a SMPSO implementa um operador
de mutacdo, denominado de "fator turbuléncia", permitindo uma maior exploracdo do espaco
de busca. Por ultimo, para guardar as solu¢gdes ndo dominadas até um determinado instante, um
arquivo (representado por uma lista) € implementado. O Algoritmo 2 mostra o ciclo da execucao
do SMPSO. Nota-se a semelhanca com o Algoritmo 1, que esquematiza o funcionamento das

meta-heuristicas evolucionarias.

Algoritmo 2: Pseudocddigo de uma Meta-heuristica Evolucionaria
Saida: Fronteira de Pareto.

1 inicio

2 populagéo « inicializagéo da populagao, conjunto inicial vazio;

3 lideres « inicializagao dos lideres, conjunto inicial vazio;

4 Avaliagao de cada individuo € populagéo;

5 enquanto critério de parada nao atingido faga

6 Atualizacao da populagéo atual utilizando operadores evolucionarios;

7 populagdo_descendente «— geragao de invididuos a partir da populagao atual;
8 Avaliacao de cada individuo € populagao_descendente;

9 populacdo « selegéo dos melhores individuos de populacdao_descendente;
10 fim

11 retorna Melhores individuos gerados
12 fim

Todas essas técnicas implementadas fizeram a SMPSO produzir resultados competiti-
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vos, quando comparados a outros algoritmos evoluciondrios cldssicos da literatura. Portanto,
constata-se a adequacdo e eficiéncia (em relacdo a outras variantes do PSO), para a realizacdo

dos experimentos desse projeto de pesquisa.

2.5 Programacao Genética

A Programacao genética (KOZA, 1992) é uma técnica usada para a geragdo automatica
de programas, os quais podem serem usados para solu¢do de problemas. Sua representagdo mais
comum ¢ em forma de arvore, devido a sua natureza recursiva. Desde que GP € uma variante de
Algoritmos Evoluciondrios, sdo herdados os operadores capazes de modificar ou gerar solucdes.
A Figura 5 ilustra a expressdo (a + a) X a estruturada em forma de drvore. As variaveis (a)
sdo chamados de folhas, uma vez que nao possuem ramificacoes a partir deles, enquanto que os

operadores (+ e X ) sdo chamados de fungdes.

O procedimento de geracdo de uma nova solucao € similar ao de uma algoritmo evo-
lucionério. Primeiro, € gerada uma populagdo aleatéria. Em seguida, ja no processo evolutivo,
duas solugdes sao selecionadas para a aplicacdo dos processos de reproducdo e mutacdo. Os
métodos mais comuns para esses processos selecionam um ponto (né na arvore) para a aplica-
¢do do operador, que servird de referencial na mudanca da estrutura da 4rvore. E comum que a
estrutura da drvore seja alterada apenas na subdrvore cuja raiz foi o ponto selecionado. Assim
que a solugdo € gerada, seu firness é computado e ela passa a competir com as outras solugdes

pela sobrevivéncia. Ao final, apenas a melhor solugdo € retornada.

Figura 5 — Arvore para a expressdo (a + a) X a

X

da da

Fonte: Proprio Autor
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2.6 Evolucao Gramatical

A Evolugdo Gramatical, proposta por (O’NEILL; RYAN, 2001), é um tipo derivado
da Programacdo Genética e, portanto, similar em sua execucdo. Contudo, enquanto que na
Programacdo Genética o passo evoluciondrio se dd na drvore do programa (e, portanto, nos pro-
gramas em si), na GE as alteracdes sao feitas em strings (cromossomos), as quais sao mapeadas
em arrays, para a geracdo de programas. O processo de geracido de um programa é denomi-
nado de mapeamento genotipo-fendtipo. Tal mapeamento se d4 a partir da manipulacdo de
strings bindrias, as quais representam producdes de uma gramdtica qualquer, escrita na forma
de Backus-Naur.

A Figura 6 mostra como se d4 o mapeamento, desde a string até o programa gerado. A
string € andloga ao DNA bioldgico, e ambos passam pelo processo de transcri¢do, quando, no
caso da GE, € gerado o array de strings. Para chegar ao fendtipo, o processo de traducdo trata
de mapear o valor de cada posi¢do do array para as regras de producdo da gramdtica, até que

seja alcancado um terminal.

Figura 6 — Comparagao entre os sistemas genéticos e a evolugao gramatical.

Evolucao Gramatical Sistema Biologico
| String bindria | XK pva

¢ TRANSCRICAO *

[ String inteira I /\/\/\/\/ RNA

¢ TRADUCAO ‘

Programa executdvel Efeito do fenotipo

Fonte: Adaptado de (O’'NEILL; RYAN, 2001, p. 351).

Uma gramdtica na forma Backus-Naur (BNF) (NAUR et al., 1997) € expressa através
de regras de substituicdes. Formalmente, uma gramatica na BNF € descrita por uma tupla
(V,>>, R, S), onde V é um conjunto finito de varidveis, » |, € um conjunto finito de terminais, R
¢ um conjunto finito de produgdes, as quais podem ser varidveis e terminais, e S sendo a varidvel
inicial (SIPSER, 2012). Considerando a gramdtica 2.1, ttm-se que V = {< expressao >, <
termo >, < fator >}, > = {a,+,%,(,)}, e S = {< expressao >}. Através dela, é
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possivel formar a string que € a representacdo da expressdo usada na Figura 5. As substituicdes

realizadas estdo apresentadas na drvore de transformacdo da Figura 7.

Gramatica 2.1 — Gramaética geradora da expressao (a + a) X a.

(expressao) ::= (expressao) ‘4’ (termo) | (termo)
(termo) = (termo) ‘x’ (fator) | (fator)
(fator) ::= ({expressao)) | a

Figura 7 — Arvore de transformacoes para a geragao da expressao 5

(<expressao>)

<termo>

Fonte: Préprio Autor.

Uma solugdo na GE é comumente representado por um array de bits ou inteiros. Dessa
forma, quaisquer operadores evoluciondrios, que computam sobre essas representagdes, podem
ser aplicados nessa fase do processo evolutivo. E comum que pesquisadores que trabalham com
GE ignorem a fase de transcricao da solucao (Figura 6) e simplesmente trabalhem diretamente
com o array de inteiros (MARIANI, 2017). Uma representacdo de solucdo estd expressa pelo
array da Figura 8. Com essa mesma solugdo, é possivel gerar a expressdo (a + a) X a através

de seu mapeamento genotipo-fendtipo, usando a gramadtica 2.1.

Figura 8 — Uma solucao expressa por um array de inteiros.

1333 ] 700 | 3 | 2 | 10 | 8 [1001 | 13 | 55 | 43 | 3 |

Fonte: Proéprio autor.
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Considerando a indexagdo das posi¢des a partir do 0, o seu respectivo valor, 333, e a
producdo inicial < expressao >, o primeiro passo a ser tomado € fazer a contagem de quantas
alternativas a producdo em questao possui, duas no total. Em seguida, € computado o médulo
do valor da posi¢do em questdo, do array, com a quantidade computada de op¢des. Assim,
tém-se que 333%2 = 1, e a opg¢do < termo > é escolhida. Dessa forma, a transformacéo

parcial é:
Figura 9 — Expressao apés a primeira transformacao

<expressao> —> <termo>

Fonte: Préprio autor

O processo se repete até que todas as posi¢des do array tenham sido usadas, ou até
que a transformacdo tenha chegado até o fim. Portanto, a segunda posi¢cdo, de valor 700, ird
determinar a transformacdo que ocorrerd na varidvel mais a esquerda < termo >. Como

< termo > possui duas op¢des, 700%2 = 0, resultando em:

Figura 10 — Expressao apos segunda transformacao

<termo> —> <termo> x <fator>

Fonte: Proprio autor.

Apo6s percorrer todas as posi¢cdes, e aplicando as transformagdes sempre a varidvel
mais esquerda possivel da expressdo, o resultado final serd a expressdo (a + a) X a. O array
da Figura 8 produziu a transformagdo usando exatamente todos os seus valores. No entanto,
caso todas as posi¢des ndo tivessem sido usadas, elas simplesmente seriam ignoradas. Se por
ventura todas as posi¢oes tivessem sido usadas, mas a expressao estivesse completa, os valores

seriam reusados e o processo continuaria até a expressao ter sido validada totalmente.

2.7 Hiper-Heuristicas

Hiper-heuristicas sdo algoritmos que sdo capazes de gerar outras heuristicas. Podem
ser geradas simples heuristicas, meta-heuristicas, ou até mesmo novas hiper-heuristicas (MA-
RIANI, 2017). Ao invés de procurar boas solu¢des para um dado problema, as hiper-heuristicas
focam sua busca em gerar novas heuristicas que melhor se ajustam para o problema, alcan-
cando melhores solucdes a medida que a busca ocorre. Uma vez que o motor de busca de
uma meta-heuristica € altamente dependente de seus parametros de entrada, o foco da busca
das hiper-heuristicas € na definicdo de parametros que maximizem a qualidade das solucdes

encontradas pelos algoritmos gerados (BURKE et al., 2013).
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Dessa forma, observa-se que Hiper-heuristicas devem ser genéricas o suficiente, ao
passo de que o dominio do problema ndo pode afetar o seu desenvolvimento. Assim, surgem
diferentes maneiras de classificar uma hiper-heuristica, as quais dependem da sua forma de
busca e do retorno gerado (onde o mesmo € usado no processo de busca) (BURKE et al., 2013).
Com relagdo a forma em que a busca se d4, hiper-heuristicas podem ser divididas entre as que
geram heuristicas e as que selecionam heuristicas. Enquanto que o primeiro tipo aplica técnicas

de geracdo, o segundo usa informacdes ja existentes para selecionar heuristicas.

Essa forma de classificacdo pode ainda ser estendida ao se referir a metodologia usada
para a obtencdo de solucdes, as quais sdo classificadas como construtivas ou perturbativas.
Heuristicas construtivas funcionam de forma similar a MOEA, inicialmente com um conjunto
vazio de solugdes, e a cada iteragdo novas solugdes surgem ou sdo aprimoradas. As perturba-
tivas comegam com solugdes geradas inicialmente e vao alterando-as ao longo da execugao do

algoritmo.

Por fim, considerando o retorno dado pela hiper-heuristica, a classificacao varia entre
online e offline. Uma hiper-heuristica online usa os resultados ja gerados para guiar-se durante
a busca, de forma similar a outras MOEAs, como os algoritmos genéticos, busca tabu, e a
meta-heuristica baseada em enxame de particulas. Por outro lado, quando a busca se da de
forma offline, ¢ comum que o aprendizado se dé apenas durante a fase de treinamento, antes de
resolver os problemas reais. Um exemplo de busca offline é a Programacdo Genética (SABAR

etal., 2013). A Figura 11 esquematiza as categorias existentes nas hiper-heuristicas.

Figura 11 — Categorizacao de Hiper-heuristicas.

Feedback : Natureza do espago de busca das heuristicas
. Selegdo de heuristicas heuristicas de
Apren- ; construgdo
d:)ZnaZzg;;n Metodologias de selegao heuristicas de
Apren- Hiper- pertubagdo
dizagem heuristicas Geraciio de heuristi o
offline ¢a0 de heuristicas heuristicas de
construgao
Sem apren-
dizagem g Metodologias de geragdo heuristicas de
i pertubacdo

Fonte: Adaptado de (BURKE et al., 2013, p. 3).

2.7.1 Esquematizacao de uma hiper-heuristica

Como ja especificado, hiper-heuristicas podem gerar meta-heuristicas de forma nao
supervisionada. Uma maneira € a partir da busca por parametros que otimizem os resultados

obtidos pela devida configuragdo. Dessa forma, hiper-heuristicas também compartilham o es-
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quema apresentado no algoritmo 1. A cada atualizacdo da populagdo, a funcio objetivo da
populacdo atual é computada, sobrevivendo apenas as melhores solucdes. Estas, por sua vez,
representam uma parametrizagem em cada uma das meta-heuristicas geradas a partir de cada

uma delas.

A comparagdo entre as meta-heuristicas geradas pode valer-se dos principios da SBSE.
Mais especificamente, o item 2 (pagina 17) indica que as funcdes objetivos podem ser compa-
radas a partir de métricas. Assim, assume-se a fronteira de Pareto F'P resultante da meta-
heuristica gerada pela parametrizagem (individuo) da hiper-heuristica. F'P €, entdo, avaliada
por uma métrica I que retornard um valor /(F'P). Caso [ seja uma métrica de maximizacao, as
meta-heuristicas que gerarem os maiores valores [ (F'P) prevalecerdo. O caso de minimizagéo

€ andlogo. O algoritmo 3 sumariza toda a esquematizagdo detalhada.

Algoritmo 3: Esquema de funcionamento de uma Hiper-heuristica.
Entrada: Arquivo contendo a gramatica (GF)
Saida: Melhores parametrizagens geradas pela gramética

1 1NiIC1o

2 populagéo_hiper « inicializagdo da populagéao da hiper-heuristica;

3 meta-heuristicas « mapeamento de populagao_hiper utilizando a GF;

4 populagdo_meta <+ execugao das meta-heuristicas;

5 Para cada F'P € populagéo é assinalado o valor retornado por I(F P);

6 enquanto critério de parada ndo atingido faga

7 parents < selecéo dos pais;

8 descendentes « cruzamento dos pais;

9 Aplicacao do operador de corte nos descendentes;

10 Aplicacao do operador de duplicacdo nos descendentes;

11 Aplicacao do operador de mutacdo nos descendentes;

12 meta-heuristicas-descendentes +— mapeamento dos descendentes utilizando
a GF;

13 Para cada F'P € meta-heuristicas-descendentes € assinalado o valor
retornado por I(FP);

14 populacdo_meta < selecdo dos melhores individuos de descendentes;

15 fim

16 retorna Melhores individuos gerados

17 fim
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3 Metodologia

O projeto de pesquisa foi dividido em fases as quais eram compostas por diferentes
atividades. Com excecdo do item Fase 3.1., as atividades sdo descritas a seguir na ordem em

que foram realizadas.

3.1 Fases do Projeto

Fase 1. Revisao Bibliografica da literatura, segundo Kitchenham (2004) e Kitchenham e
Charters (2007).
Fase 1.1. Coleta da literatura relacionada a SBSE;
Fase 1.2. Coleta da literatura relacionada ao SPSP e suas variantes;
Fase 1.3. Coleta da literatura sobre meta-heuristicas, em especial, da Otimizacdo por Enxame
de Particulas, Programacdo Genética e Evolu¢ao Gramatical.

Fase 2. Implementacio e adaptacao dos algoritmos escolhidos e estudados.

Fase 2.1. Implementacdo do SPSP, segundo Alba e Chicano (2007);
Fase 2.2. Escrita da gramdtica do algoritmo de Evolu¢do Gramatical;
Fase 2.3. Implementacdo do cddigo para Evolu¢cdo Gramatical;

Fase 2.4. Adaptacdo da meta-heuristica SMPSO para o framework de evolugcao gramatical.
Fase 3. Realizacao do experimentos e conclusoes.

Fase 3.1. Coleta de base de dados publicas para a realizacao dos experimentos;

Fase 3.2. Realizac¢do dos experimentos.

Fase 4. Escrita do relatdrio final e de artigos cientificos.

3.2 Cronograma de Atividades e Alteragoes no Projeto

Durante a realizacao do projeto, segundo a metodologia apresentada, um cronograma
de atividades foi proposto, seguido e apresentado na Tabela 2. Ao longo do projeto, altera¢des
no projeto foram feitas, tendo em vista que o autor ja havia desenvolvido um ano de Iniciacao
Cientifica no tema, explorando a meta-heuristica NCRO. Dessa forma, optou-se por explorar
ndo somente a meta-heuristica de Enxame de Particulas para o problema, mas estender este
trabalho com a investigac@o de possiveis melhorias e adaptacdes quando esta meta-heuristica é

aplicada a hiper-heuristicas.
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Tabela 2 — Cronograma do projeto.
Fase | Ativi- | Ago | Set | Out | Nov | Dez | Jan | Fev | Mar | Abr | Mai | Jun | Jul
dade
1 X
1 2 X
3 X
1 X | X
5 2 X X | X
3 X X | X | X
4 X X X X
1 X
3 2 X | X
4 1 X | X
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4 Experimentos

O presente capitulo detalha os passos escolhidos para a realizacdo dos testes, procu-
rando validar a hipétese proposta em 1.1. Para tanto, serdo descritas as instancias utilizadas
nos experimentos. Elas representam um projeto de software. Para as hiper-heuristicas, serd
explicada a parametrizacdo utilizada, assim como os seus operadores e a gramédtica usada para
geracdo do SMPSO. Finalmente, os resultados sdo comparados a partir da métrica Hipervolume,

a qual avalia a qualidade da fronteira de Pareto gerada.

4.1 Instancia do SPSP

Uma instancia descreve um cendrio em um projeto de software. A instincia escolhida
foi utilizada pela primeira vez em Alba e Chicano (2007), e representa um projeto de software
composto por 16 tarefas e 8 funciondrios. Cada tarefa e funciondrio possui caracteristicas es-
pecificas, assim como detalhado em 2.2. A escolha deu-se a partir de um balanc¢o entre tempo
de execucdo e custo computacional, visto que hiper-heuristicas demandam um grande proces-

samento.

4.2 Parametrizacao da Hiper-heuristica

Uma vez que a hiper-heuristica foi construida baseada em um algoritmo genético, seus
operadores foram determinados de acordo com o esquema detalhado na Secdo [S]. Eles estdo
definidos na tabela 3.

Tabela 3 — Pardametros de execugdo da hiper-heuristica.

Parametro Tipo
Selecao Binary Tournament
Recombinagao Single Point Crossover Variable Length
Integer Mutation
Mutacao Prune Mutation
Duplication Mutation
Tamanho da populagao 70 individuos
Numero de avaliagoes de objetivo 10.000 avaliacoes

O operador Binary Tournament é responsavel pela selecdo de genes (solugdes). Ao
selecionar duas solucdes de forma aleatdria, sdo comparados entre elas atributos como nimero
de restricdes violadas, valor da funcdo objetivo, entre outros. O cruzamento de solugdes da-
se através do operador Single Point Crossover Variable Length através do sorteio aleatdrio de

uma posi¢do onde as varidveis anteriores a ela recebem o valor de um individuo e todas as
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posteriores do segundo individuo. Prune Mutation e Duplication Mutation desempenham o
papel de diminuir (cortar) e aumentar (replicar) a quantidade de varidveis em uma solugdo,

respectivamente.

4.3  Gramatica utilizada

A gramdtica BNF utilizada nos experimentos € descrita na gramatica 4.1. A producao
inicial, < SM PSO >, determina quais serdo os parametros que serdo gerados durante o pro-
cesso de busca. Em ordem: tamanho da populagdo (< swarmSize >), operadores de mutagio
(tipo de operador < mutationOperator PSO > e probabilidade < mutation Probability >),
tipo e tamanho do arquivo (< archive > e < archiveSize >) e metodologia de inicializacao

da populagdo (< initialization >).

Todos os valores das produgdes foram escolhidos para compor a gramédtica baseado em
testes realizados pela literatura, onde estes sdo referenciados como valores padrdes. O atributo

N denota a quantidade de varidveis de decisdes do problema.

Gramatica 4.1 — Gramatica utilizada nos experimentos para a geracdo de meta-

heuristicas.
(SMPSO) = (swarmSize) (matingOperatorsPSO) (archive) (initialization)
(swarmSize) = 5017511001125
(matingOperatorsPSO) ::= (mutationOperator) (mutationProbability)

(mutationOperator)  ::= Polynomial Mutation
| Uniform Mutation

| Simple Random Mutation

(mutationProbability) 0.0110.0210.0510.110.210.510.710.810.911.011.0 / N

(archive) = (fitnessAssignment) (archiveSize)
(archiveSize) 2= 0ININ* 15N * 2
(fitnessAssignment) = (rankingStrategy) (diversityStrategy)

(rankingStrategy)

| Dominance Rank | Dominance Strength | Dominance Depth

| Raw Fitness
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(diversityStrategy) = | Crowding Distance | K-th Nearest Neighbor | Adaptive Grid
| Hypervolume Contribution
(initialization) = Random | Parallel Diversified Initialization

O nimero maximo de iteracoes do SMPSO gerado ira variar toda vez que o parametro
< swarmdSize > também variar. Isso acontece, pois, ao fixar um nimero maximo de iterag¢des,
a comparacdo tornar-se-ia injusta entre os individos da hiper-heuristica. Um individuo que
gerasse um SMPSO com um maior nimero de particulas € um niimero maior de iteracdes teria
uma possibilidade maior de maximizar a sua fungdo objetivo de acordo com alguma métrica,
como o hipervolume (sec¢do 4.5.1), por exemplo. Portanto, a quantidade de iteracdes de um
SMPSO gerado é computado a partir da equacgdo 4.1. Nela, a quantidade méxima de iteracdes

¢ inversamente proporcional ao valor de < swarmJSize >.

25000
iteracoes = . (4.1)
< swarmSize >

4.4 Estratégia adotada

A adocdo de uma estratégia possibilita a comparag@o dos algoritmos e a averiguacao
da questdo de pesquisa proposta na se¢io 1.2: E possivel obter melhores resultados para o
SPSP utilizando hiper-heuristicas? A estratégia teve em mente que os resultados obtidos sdo
oriundos de diferentes fontes. Em primeiro lugar, a partir de 9 execugdes independentes da

hiper-heuristica, obteve-se 9 SMPSOs com configuragdes diferentes.

Por outro lado, para comparar com uma situagdo real, foram utilizadas solucdes ja ob-
tidas por outras meta-heuristicas, estas geradas em trabalhos anteriores do autor deste projeto
(ANDRADE; SILVA; CARVALHO, 2017). Sao elas: a Nondominated Sorting Genetic Algo-
rithm II (NSGA-II) (DEB et al., 2002) e a Nondominated Sorting Chemical Reaction (NCRO)
(BECHIKH; CHAABANI; SAID, 2015). As suas respectivas parametrizacdes estdo descritas
na tabela 4, sendo que o simbolo — significa que tal algoritmo ndo possui tal pardmetro em sua

configuragio.

4.5 Comparacao dos resultados

Os resultados foram comparados utilizando a métrica hipervolume (BEUME et al.,
2009). Ela serve para computar a qualidade das fronteiras geradas por todas as meta-heuristicas
utilizadas neste trabalho e estd detalhada na secdo 4.5.1. Ja o teste de Kruskal-Wallis foi usado
para determinar se os hipervolumes podem ser considerados diferentes estaticamente. As duas

métricas estio detalhadas a seguir.
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Tabela 4 — Parametrizacao das meta-heuristicas previamente utilizadas.

Parametro NSGA-II NCRO

Populagao 100 individuos 100 individuos

Mutacéao Polinomial, p = 1,0/L Polynomial, p =1,0/L
Recombinacgao Cruzamento binario, p = 0,9 Cruzamento binario, p = 0,9
Selecao Torneio Bindrio —

Energia cinética inicial — 10.000

Tipo de colisao - 0,5

Taxa de perda de energia cinética — 0,2

Limiar de sintese — 0,0

Limiar de decomposic¢ao - 0,0

Fonte: Proéprio autor.

4.5.1 Hipervolume

O Hipervolume computa a drea do poligono formado pela fronteira em relagdo a um
ponto de referéncia. Essa drea quantiza a qualidade da fronteira mediante a sua diversidade e
convergéncia. Um exemplo estd ilustrado na figura 12, onde a drea estd colorida de cinza. Ela
€ formada pela juncdo dos trés pontos da fronteira com o ponto de referéncia. No exemplo, a
fronteira escolhida € tipica de um problema de minimizac¢do. Assim, o valor do hipervolume é

maior toda vez que os pontos se aproximam da origem dos €ixos.

Figura 12 — Hipervolume de uma fronteira de duas dimensoes. O ponto de referéncia é o
ponto 7 e os pontos da fronteira siao p™), p@, p®).

)

p(Z)

p(3)

Fonte: Adaptado de (FONSECA; PAQUETE; LOPEZ-IBANEZ, 2006)

Para validar estatisticamente os resultados computados pelo hipervolume, foi utilizado
o teste de Kruskal-Wallis. Ele tem como uso principal a verificacdo de que, dadas trés ou mais
populagdes, se existem diferenga estatistica entre as mesmas. O teste foi realizado a um nivel

de significancia de 0, 05.
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4.6  Ambiente utilizado

As devidas implementacdes aconteceram dentro do framework' construido para o tra-
balho realizado em Mariani et al. (2016). Este, por sua vez, € baseado em outro framework, o
jMetal?, escrito na linguagem de programacdo Java, o qual possui implementados diversos ope-
radores como o de mutagdo (Polynomial Mutation) e o gerador de nimero aleatérios (Mersenne
Twister Generator). Dessa forma, foi possivel adotar um padrdo de desenvolvimento onde cada

funcionalidade desempenhou sua atividade de forma coesa.

Em relacdo a hiper-heuristica, o framework utilizado no trabalho de Mariani et al.
(2016) possibilitou, também, a coesao entre as funcionalidades. A generaliza¢do do cédigo per-
mitiu a constru¢ao da gramatica utilizada neste presente trabalho bem como a implementacao
do SMPSO e do SPSP sem que fossem necessdrias adaptagdes dificeis de serem feitas, contri-
buindo com o progresso do tema. Os experimentos foram executados em um cluster equipado

com 12 processadores Intel Xeon Silver 4108 e 16GB de memoéria RAM.

1
2

Disponivel em: <https://github.com/GiovaniGuizzo/jMetalGrammaticalEvolution>
Disponivel em: <http://jmetal.sourceforge.net>


https://github.com/GiovaniGuizzo/jMetalGrammaticalEvolution
http://jmetal.sourceforge.net
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5 Resultados

Esse capitulo apresenta as comparacdes entre os resultados ja existentes para o SPSP
com as meta-heuristicas NCRO e NSGA-II e todos os SMPSOs gerados pela hiper-heuristica
deste trabalho. Para validar os resultados de forma estatistica, cada algoritmo foi executado
de forma independentemente um total de 30 vezes. Ao final, as 30 fronteiras geradas foram
juntadas, e os pontos dominados ou repetidos foram excluidos. Esse procedimento permite
que seja possivel analisar detalhadamente o desempenho de uma meta-heuristica na instancia
escolhida do SPSP. Para este trabalho, apenas 0 NCRO e o NSGA-II ndo foram submetidos a
esse experimento, uma vez que o mesmo j4 tinha sido realizado da mesma forma em trabalhos

anteriores.

5.1 Parametrizacao dos SMPSOs Gerados

A tabela 5 detalha a parametrizagem de cada um dos 9 SMPSOs gerados pela hiper-
heuristica. Cada meta-heuristica estd denominada de ALG_X, onde X varia entre [0, 8], totali-
zando os 9 SMPSOs gerados.

Tabela 5 — Parametrizacdo dos SMPSOs gerados pela hiper-heuristica.
(a)

Parametro ALG 0 ALG 1 ALG 2 ALG 3 ALG 4
Populagao 125 125 100 100 125
Iteragoes 200 200 250 250 200
Mutacgao Polinomial Aleatéria Simples Polinomial Uniforme Polinomial
Arquivo Grid Adaptativo  Grid Adaptativo  Grid Adaptativo Grid Adaptativo Grid Adaptativo
Tamanho do arquivo 125 150 120 120 150
Inicializagéo Aleatéria Aleatéria Diversificada Aleatéria Aleatéria
(b)
Parametro ALG 5 ALG 6 ALG 7 ALG 8
Populacao 125 100 125 100
Iteracoes 200 250 200 250
Mutacao Polinomial Polinomial Polinomial Polinomial
Arquivo Grid Adaptativo Grid Adaptativo Grid Adaptativo Crowding
Tamanho do arquivo 150 100 120 125

Inicializagao Aleatéria Aleatéria Diversificada Aleatéria
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5.2 Analise da Fronteira

O gréfico apresentado na figura 13 compila todos os pontos dominados gerados de
acordo com a estratégia descrita na secio 4.4. E possivel notar que um SMPSO gerado, o
ALG_8, foi o SMPSO que mais apresentou resultados acima dos computados pelo NCRO
e NSGA-II. Vale lembrar que, em trabalhos anteriores realizados pelo autor, foi constatado
a habilidade superior do NCRO, em particular, nessa instancia escolhida do SPSP. No geral,
todos os SMPSOs gerados conseguiram dominar um ou mais pontos pertencentes a fronteira do
NCRO e do NSGA-II.

O ALG_8, especificamente, foi o tnico algoritmo que conseguiu encontrar solugdes
vidveis no intervalo com o custo [1,58 x 10% 1,61 x 10°]. Uma possivel explica¢io estd na
escolha do arquivo esclhido, este baseado na distancia de Crowding (DEB et al., 2002). Este tipo
de arquivo € um dos mais utilizados na literatura. Isto acontece, pois, uma das suas principais
caracteristicas € a habilidade de diversificar com mais facilidade as solu¢des ao longo do espaco

de busca.

Dentre todos os SMPSOs gerados, com exce¢do do ALG_8, o desempenho foi similar.
Essa caracteristica é também observada nas tabelas 5a e 5b, onde alguns dos parametros ndo va-
riaram muito. Por exemplo, s6 um algoritmo néo utilizou o arquivo com o tipo Grid Adaptativo,
e os tamanhos da populagdo variou entre 100 e 125, contribuindo para a gera¢do de uma fron-
teira mais similiar. Em destaque, o ALG_6 conseguiu obter bons resultados entre eles quando o
custo do projeto variou no intervalo [1,62 x 105; 1,68 x 10°]. Ainda, é possivel perceber que 0s
SMPSOs gerados que utilizam a mutagdo polinomial com uma baixa probabilidade de mutacao

tendem a obter melhores resultados.

5.3 Analise do hipervolume

E comum que os resultados computados pelo hipervolume reflitam o que foi visto no
grafico da figura 13. Ja que este tem seu valor calculado levando em consideragao a diversidade
e a convergéncia da fronteira, tem como consequéncia que fronteiras menores ou nao esparsas,
por exemplo, acabem tendo um valor final menor. A tabela 6 mostra o valor médio e desvio-
padrdo do hipervolume para cada algoritmo na instancia do SPSP executada. Os valores estdo
no intervalo [0; 1] pois todos os pontos foram normalizados segundo a férmula 5.1. As varidveis
f{m” e f"* referem-se, respectivamente, a0 menor e maior valor encontrados por todas as

meta-heuristicas no objetivo i. Assim, o ponto de referéncia escolhido foi o ponto (1,1).
(f(x)i = fi™™)
fmax _ fmzn
(2 7

Pela tabela 6, conclui-se que o SMPSO ALG_8 foi o melhor algoritmo dentre todos os
outros executados, seguido pelo NCRO e NSGA-II. O teste de Kruskal-Wallis relatou diferenca

f(x)i =

(5.1)
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Figura 13 — Grafico de todos os pontos nao dominados encontrado por cada meta-

heuristica.
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Fonte: proéprio autor.

estatisticas entre todos os resultados gerados; ou seja, os algoritmos geraram fronteiras estatis-
ticamentes diferentes. Dessa forma, € verificada a importancia que um tipo de arquivo faz no
resultado final de um algoritmo. O arquivo de Crowding se mostrou capaz de manter solucdes
variadas, onde estas conseguiram minimizar um objetivo especifico de cada vez. Essa caracte-
ristica também ressalta a importancia de uma fronteira esparsa. Ao tomarmos o NCRO como
exemplo, a sua fronteira foi a que mais conseguiu minimizar os objetivos de durac@o do projeto.
Entretanto, por ndo conseguir ter uma fronteira melhor distribuida ao longo do espaco, a drea
do poligono acabou ficando deteriorada. Como o ALG_8 conseguiu fazer uma distribuicdo

melhor, acabou obtendo um hipervolume maior.

Finalmente, a andlise dos resultados sugere que a hiper-heuristica, com a gramética
definida na secdo 4.3 (pagina 30), foi capaz de apresentar resultados competitivos diantes de
resultados ja encontrados na literatura, respondendo de forma positiva a hipétese levantada
na secdo 1.1. Novamente, fica comprovada a sensibilidade que meta-heuristicas possuem em
relagdo aos seus parametros. Contudo, ressalvas devem ser feitas acerca dos experimentos:
(1) em um contexto de urgéncia ou poucos recursos, o engenheiro de software poderia optar
por somente uma execu¢do da hiper-heuristica, onde eventualmente um resultado ruim (como

o do ALG_4) poderia ser gerado; (2) cada execugio da hiper-heuristica demorou cerca de 25
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Tabela 6 — Valor computado do hipervolume para cada algoritmo

(a)

Algoritmo NCRO NSGAII ALG_0 ALG 1 ALG_2 ALG_3

Média, Desvio 0,885, 0,02 0,8169, 0,029 0,677, 0,056 0,6801, 0,050 0,691, 0,047 0,679, 0,05

(b)

Algoritmo ALG 4 ALG 5 ALG 6 ALG 7 ALG 8§

Média, Desvio 0,649, 0,05 0,660, 0,058 0,703, 0,047 0,683, 0,054 0,922, 0,02

horas ininterruptas até a sua finaliza¢do, ainda que em um computador com bastante recursos
de processamento. Sem um planejamento prévio, ou alguma otimiza¢do no algoritmo, o uso da

hiper-heuristica pode torna-se inviavel.
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6 Conclusoes

Este projeto verificou a aplicacdo de hiper-heuristicas utilizando o método de evolucao
gramatical no SPSP. O tema foi estendido uma vez que o autor ja havia explorado a efici€éncia
do SMPSO para o SPSP em trabalhos anteriores. Dessa forma, até onde se sabe, este é o
primeiro trabalho que aborda o método de evolucdo gramdtical utilizando o SMPSO como
meta-heuristica ou o SPSP como tema. O método de evolugdo gramadtical € uma das abordagens

utilizadas por hiper-heuristicas para a geragao de meta-heuristicas de forma automatizada.

Problemas como o SPSP sdao comumente estudados na literatura utilizando a SBSE,
uma metodologia que utiliza meta-heuristicas e métricas de engenharia de software para gerar
solucdes de problemas nos mais diversos campos de atuacdo. As meta-heuristicas sdo algorit-
mos genéricos que atuam em cima de heuristicas para a geracao de resultados, ndo garantindo,
portanto, solugdes 6timas para o problema. Seu resultado final depende dos seus parametros,

que definem desde operadores a condicdes de parada de execugdo.

O cerne de um algoritmo de evolug¢do gramatical € uma gramadtica, geralmente na forma
BNF, onde as produgdes sdo os diferentes atributos de parametros de meta-heuristica, e as varia-
veis sdo os possiveis valores. Dessa forma, a hiper-heuristica realiza uma busca evolucionaria
na tentativa de achar uma parametrizacdo que maximize os resultados de acordo com alguma
métrica escolhida. A principal motivacdo para o uso de tais métodos é de que a escolha ma-
nual de parametros de execucdo de uma meta-heuristica é feito, em sua maior parte, de forma

empirica, sendo suscetivel a erros ou a escolhas ndo 6timas de valores.

Este trabalho selecionou uma instancia do SPSP, onde um possivel real cendrio é mo-
delado, para que a hiper-heuristica encontrasse um SMPSO que maximizasse a métrica hi-
pervolume, a mais utilizada na literatura. Como comparacao dos resultados, foram usadas as
fronteiras encontradas por dois algoritmos feitos em testes anteriores, o NCRO e o NSGA-II.
A andlise da fronteira permitiu identificar padrdes nas execugdes, como a similaridade entre
0os SMPSOs gerados, e o hipervolume constatou que um dos algoritmos gerados sobressaiu

resultados ja existentes na literatura.

H4 abordagens a serem investigadas no futuro. Uma delas é fazer com que a hiper-
heuristica seja mais eficiente no tocante a complexidade computacional, a fim de minimizar o
consumo de memoria e uso do processador. Nesse quesito, cabe um design e uma arquitetura
de software mais robusta a ser definida. Por fim, cabe o incremento da gramdtica utilizada para
que esta apresente mais valores de parametros e torne a busca mais diversificada. Na literatura,
ha diversos arquivos e operadores evoluciondrios que apresentam resultados competitivos e que

podem ser aplicado ao contexto do tema deste trabalho.
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