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Resumo

Um dos maiores desafios no reconhecimento de fala atualmente é usé-lo no contexto
diario, no qual distor¢oes no sinal da fala e ruidos no ambiente estdo presentes e re-
duzem a qualidade do reconhecimento. Nos tdltimos trinta anos, centenas de métodos
para reconhecimento robusto ao ruido foram propostos, cada um com suas vantagens e
desvantagens. Este trabalho propde o uso de uma rede neural convolucional no papel
de modelo acustico em sistemas de reconhecimento automético de fala, como uma alter-
nativa ao métodos classicos de reconhecimento baseado em modelos ocultos de Markov
(HMM, do inglés, Hidden Markov Models) sem a aplicagdo de um método robusto ao
ruido. Experimentos foram realizados com &udios modificados com ruidos aditivos e
reais, e mostraram que o método proposto reduz o Equal Error Rate (EER) e aumenta a
acuracia da classificacdo de comando de voz quando comparado a modelos tradicionais
de classificacao, evidenciando a robustez da abordagem apresentada.

Palavras-chave: Reconhecimento de fala, Redes Neurais Convolucionais, HMM.



Abstract

One of the biggest challenges in speech recognition today is its use on a daily basis, in
which distortion and noise in the environment are present and hinder this task. In the
last thirty years, hundreds of methods for noise-robust recognition were proposed, each
with its own advantages and disadvantages. In this thesis, the use of Convolutional
Neural Networks (CNN) as acoustic models in automatic speech recognition systems
(ASR) is proposed as an alternative to the classical recognition methods based on
Hidden Markov Models (HMM) without any noise-robust method applied. Experiments
were performed with a audio set modified by additive and natural noises, and showed
that the presented method reduces the Equal Error Rate (EER) and improves the
accuracy of speech recognition in noisy environments when compared to traditional
models of classification, indicating the robustness of the approach.

Keywords: Speech Recognition, Convolutional Neural Networks, HMM.
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Capitulo 1

Introducao

1.1 Problema

Nos ultimos anos, smartphones tém sido os dispositivos de comunicacdo mais usados
no mundo. Segundo Smith (2015), em 2015, aproximadamente 64% da populacao norte
americana possufa um smartphone, um aumento de quase 100% quando comparado os
35% de usuérios no inicio de 2011. Sua crescente capacidade computacional combinada
com sua alta abrangéncia fizeram com que as pessoas permanecessem completamente
conectadas e constantemente disponiveis. A interface entre o usuario e o smartphone
é realizada por meio de toques na tela, o que muitas vezes se torna pouco intuitivo
e natural. Por se tratar de uma forma mais natural de interacdo, muitas empresas
comecaram a permitir de forma mais limitada até o momento, o uso da interface de
voz com o smartphone, como meio mais natural de fornecer comandos. Este é mais
um novo desafio para a 4drea de Reconhecimento Automético de Fala (Automatic Spe-
ech Recognition, ASR) devido as diversas dificuldades referentes ao uso da voz, como:
ruidos no ambiente, tamanho e forma do trato vocal, respiracdo, etc. A técnica mais
comum usada para a modelagem actstica em sistemas ASR é uma combinacdo de mo-
delos ocultos de Markov (Hidden Markov Models, HMM), responsaveis por modelar a
estrutura sequencial do sinal de voz, e modelos de misturas Gaussianas (Gaussian Mix-
ture Models, GMM) para modelar a representagao actstica de caracteristicas extraidas
a partir do sinal (Abdel-Hamid et al., 2012). Esta abordagem é facilmente afetada por
variacoes da fala em conversas diérias.

Para realizar tarefas de reconhecimento de fala, extratores de caracteristicas sao
usados com o objetivo de representar os dados de entrada em uma forma mais conveni-
ente. Nos ultimos 50 anos, pesquisadores nessa area vém desenvolvendo varias formas
de representacao com bases em caracteristicas anatomicas, psicologicas e actsticas da
fala humana, para serem usadas como caracteristicas no reconhecimento de fala. Entre
elas, as mais usadas sdo: banco de filtros (Fbank), Coeficientes Mel-Cepstrais (Mel-
frequency Cepstrum Coefficients, MFCC) (Davis and Mermelstein, 1980) e Coeficientes
PLP (Perceptual Linear Prediction) (Hermansky, 1990). Essas caracteristicas possuem
ao menos dois fatores que os tornam bastante adequados na representacao da fala: a
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reducao da dimensionalidade do sinal e a preservacao de uma quantidade de informa-
¢ao suficiente para tarefas de classificagdo, com pouca perda no desempenho. Contudo,
elas nao apresentam robustez ao ruido e dependem da avaliacao e interpretacao do res-
ponsével por parametrizar e escolher o tipo de extrator de caracteristica. Uma forma
de abordar este tipo de problema envolve o uso de uma das centenas de técnicas que
foram estabelecidas para o tratamento de ruido (Li et al., 2014). Essa decisao requer
conhecimento dos pros e contras que cada método pode oferecer.

Ultimamente, redes neurais profundas (Deep Neural Networks) tém sido propostas
como substitutas do HMM na modelagem acustica (Hinton et al., 2012). Entre as
redes neurais profundas mais conhecidas, as redes neurais convolucionais ( Convolutional
Neural Network, CNN) tém provado que podem ser treinadas de forma mais rapida,
além de conseguirem excelentes resultados, entre eles, a menor taxa de erro na base
MNIST até o momento (Ciresan et al., 2011, 2012). As CNNs sao usadas principalmente
para tarefas na area de visdo computacional (LeCun et al., 2004) e em problemas de
série temporal (Lee et al., 2009), nos quais sao feitas filtragens baseadas em convolugoes
através do eixo temporal, realizando uma extragao implicita de caracteristicas dos dados
de entrada na forma natural (Abdel-Hamid et al., 2012). Como mostra o trabalho de
LeCun et al. (1998), as CNNs sao capazes de extrair implicitamente caracteristicas
dos dados na sua forma natural, lidando de maneira robusta com a ruidos e variagoes
presentes nos dados.

Neste trabalho, é levantada a hipdtese, detalhada na Secdo 3.2, de que o uso de
redes neurais convolucionais como modelo aciistico em uma abordagem hibrida com o
HMM, é uma solucao robusta para superar problemas causados por ruidos de ambiente
e variacoes produzidas pela voz. Estas variacoes ocorrem devido ao uso do reconhe-
cimento de fala em ambientes nao controlados, ou seja, a utilizacdo da interface de
voz no contexto do dia a dia. O foco deste estudo foi direcionado ao reconhecimento
de palavras isoladas do portugués brasileiro, levando em consideracao a influéncia de
diferentes tipos de ruidos no desempenho da solucdo proposta. Desta forma, o traba-
lho apresenta uma abordagem ao reconhecimento de fala que combina CNN e HMM,
baseada no trabalho de Abdel-Hamid et al. (2012), e verifica a robustez da mesma em
dudios modificados com ruidos aditivos e naturais.

1.2 Trabalhos Relacionados

Nos dltimos cinco anos, o reconhecimento de fala com CNN tem sido o foco de va-
rios estudos. Contudo, foram encontrados poucos estudos que tratam diretamente da
influéncia do ruido no desempenho da classificacdo com a CNN.

Uma versao modificada do CNN chamada de Gabor Convolutional Neural Network
(GCNN) ¢é apresentada no trabalho de Chang and Morgan (2014). A rede incorpora
funcoes Gabor nos filtros do kernel de convolucao. A partir do treinamento da rede
usando versoes limpas e ruidosas da base Wall Street Journal, o estudo apresentou uma
melhoria de desempenho quando comparado a outras técnicas robustas ao ruido.

O uso de caracteristicas robustas com a CNN e DBN ajudaram a melhorar as taxas
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de reconhecimento na base Aurora4 no estudo de Mitra et al. (2014). Isso é reforgado
por Huang et al. (2015) que mostra ainda a CNN como modelo mais apropriado que a
DBN para o reconhecimento de fala.

Por ultimo, CNN ¢ aplicada no contexto de detecgdo de frases e comparada ao
GMM e MLP. No seu estudo, (Soltau et al., 2013) utiliza uma base de &udio limpo
que é distorcida pela transmissao em oito canais diferentes de radio. A partir disto, ele
realiza o treinamento usando tanto dados limpos, como modificados. CNN conseguiu
melhores resultados em canais ruidosos, mas nao melhorou as taxas de desempenho
conhecidas para esta base em situagoes mais controladas, ou seja, com ruido menos
intenso.

1.3 Objetivos

O objetivo geral deste trabalho é definir e avaliar o modelo hibrido entre o CNN e HMM
para reconhecimento de fala em amostras de adudio modificadas com ruido aditivo e
ruidos naturais da propria gravagdo. Para alcangar o objetivo geral, foram identificados
0s seguintes objetivos especificos:

e Analisar os métodos mais usados para realizar o reconhecimento automético de
fala;

e Apresentar e avaliar uma abordagem para reconhecimento de fala, combinando
redes neurais profundas, do tipo convolucional, e modelos ocultos de Markov para
modelagem dindmica do sinal de fala;

e Realizar experimentos em dados de dudio adquiridos através de dispositivos mo-
veis, com presenca de ruido de ambiente e com ruidos simulados apds a aquisicao,
visando avaliar o desempenho da abordagem em situagoes de uso real.

1.4 Organizacao da Dissertagao

A dissertacao foi dividida em cinco capitulos. O primeiro capitulo ¢ a introducdo do
trabalho e os demais capitulos sdo descritos como se segue:

e Capitulo 2: Apresenta conceitos fundamentais que envolvem o trabalho realizado.
A principio, uma introducao ao reconhecimento automatico de fala é feita, com
o intuito de fornecer um bom esclarecimento dos principais componentes de uma
arquitetura ASR generalizada. Em seguida sao apresentados conceitos das Redes
Neurais Convolucionais, que sao o foco da dissertagao.

e Capitulo 3: Discute a idéia por tras de modelo hibrido entre HMM e RNA e como a
CNN fara o papel de uma MLP tradicional neste modelo. O capitulo encerra com
uma discussao da hipodtese levantada neste trabalho, discutindo caracteristicas
fundamentais da CNN que podem melhorar o desempenho do problema discutido
no trabalho.
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e Capitulo 4: Detalha os experimentos que foram realizados, bem como as bases
e métricas usadas. Além disso, apresenta resultados dos experimentos e uma
discussao.

e Capitulo 5: Apresenta projetos que utilizam o modelo desenvolvido neste traba-
lho.

e Capitulo 6: O dltimo capitulo conclui o trabalho destacando principais contribui-
¢oes, limitagoes de pesquisa e sugestoes de novos caminhos a serem seguidos em
possiveis trabalhos futuros.



Capitulo 2

Referencial Teorico

Neste capitulo sao apresentados conceitos fundamentais utilizados no trabalho. A pri-
meira se¢ao fornece uma visdo geral sobre a arquitetura de um sistema ASR, seguida
pela secao que trata das redes neurais convolucionais.

2.1 Reconhecimento de Fala

No processo de reconhecimento de voz, o sinal de voz é primeiramente preprocessado
no chamado front-end do sistema, que extrai as caracteristicas que serdo usadas. A
maioria dos sistemas ASR usa uma abordagem baseada em frames do audio, que con-
vertem o sinal de entrada em sequéncias de frames de caracteristicas com igual duragao.
Caracteristicas como MFCCs e Fbanks sao alguns exemplos de possiveis representacoes
que podem ser usadas neste processo (Davis and Mermelstein, 1980). Na Figura 2.1, é
apresentado um diagrama que mostra uma arquitetura genérica de um sistema ASR.

O decodificador é o modulo do sistema que processa o sinal acistico, transcrevendo-
0 em uma sentenca escrita. E composto basicamente pelos modelos actsticos, modelos
linguisticos e o dicionério.

O modelo acustico ¢ um modelo estatistico baseado nas caracteristicas computadas
no front-end. Normalmente, esse modelo é usado para calcular a verossimilhanca da
geracao de observacoes acusticas a nivel de fonemas. Geralmente sdo usados Modelos
Ocultos de Markov e Modelos de Misturas Gaussianas como componentes do modelo
acustico (Rabiner, 1989).

O dicionéario mapeia cada palavra de uma determinada lingua & sua representacao
fonética, ou seja, uma sequéncia de fonemas. Uma palavra pode ter algumas alterna-
tivas de proniincia, sendo dessa forma necessario que no dicionério existam multiplas
entradas para a palavra. O dicionario é usado como uma forma de restringir as possiveis
sequéncias de fonemas, pois sem 0 mesmo, certamente ndo seria possivel produzir uma,
decodificacao confiavel do sinal.

O modelo linguistico é o segundo modelo estatistico presente no decodificador, e
possui o objetivo de modelar a fonte probabilidade das possiveis sequéncias em um
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Base linguistica

- Dicionario
- Modelos linguisticos
- Modelos acusticos

Sinal acustico

l v Palavras

\4

Front-end Decodificador

A

p1, p2, p3,...
Caracteristicas

Figura 2.1: Arquitetura de um sistema ASR. Adpatado de (Rabiner, 1989)

idioma. Segundo Jurafsky and Martin (2000), a maioria dos sistemas ASR utiliza o
modelo N-gram, devido & facilidade de combinacao com outros componentes.

2.2 Redes Neurais Convolucionais

Com base no trabalho de Hubel and Wiesel (1968) sobre cortex visual dos gatos, po-
demos saber que essa estrutura contém um arranjo complexo de células. Essas células
sao sensitivas em pequenas regioes do campo de visao, chamadas de campos receptivos.

Dois tipos de células foram definidas: (i) As células simples, que sao sensiveis a
padroes especificos com forma de borda, e (ii) as células complexas, que possuem campos
receptivos maiores e sao localmente invariantes a posicao exata do padrao.

O cortex visual animal é um dos sistemas de processamento mais poderosos conhe-
cidos, e por isso, pesquisadores tentam simular seu funcionamento artificialmente. Al-
guns exemplos de modelos desenvolvidos sdo: NeoCognitron (Fukushima, 1980), HMAX
(Serre et al., 2007) e Redes Neurais Convolucionais (LeCun et al., 1998).

Redes Neurais Convolucionais sao variacoes de redes Perceptron Multicamadas
(Multilayer Perceptron Networks, MLP) compostas por sucessivas camadas de con-
volucao e subamostragem que realizam uma etapa de preprocessamento dos dados de
entrada, e uma camada que corresponde a uma MLP, responséavel por calcular a saida
da CNN. A sua estrutura é modelada para tirar vantagem de problemas que envolvem
padrdes bidimensionais, tais quais imagens e sinais de fala em espectrograma. Espec-
trogramas sao representacoes visuais do espectro de frequéncia em sinais em relagao a
sua variacao no tempo.

A camada de convolucdo é composta por conjuntos de filtros, conhecidos como
mapas de caracteristicas, onde cada filtro atua localmente, simulando o comportamento
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dos campos receptivos encontrados no sistema visual de organismos vivos (LeCun et al.,
1998). Os filtros de cada mapa de caracteristicas, também conhecidos como kernels de
convolucao, sao entrelacados e agrupados de tal forma que todo campo de entrada
possa ser representado, além de considerar correlacdo entre neurdnios vizinhos. Essa
propriedade é conhecida como conectividade local e introduz robustez a deslocamento
e distorcoes em amostras de mesma classe.

Outra propriedade importante da camada de convolugdo sao os pesos comparti-
lhados, definida como sendo o compartilhamento de pesos entre os kernels do mesmo
mapa de caracteristicas. Gracas a esse compartilhamento de pesos, os mapas de ca-
racteristicas podem detectar padroes independentemente da localizacdo no campo de
entrada. Os pesos sdo estimados usando o treinamento com algoritmo de backpropa-
gation modificado como sugere Abdel-Hamid et al. (2014), permitindo que cada mapa
de caracteristica possa encontrar um tipo particular de caracteristica que é aprendida
durante a fase de treinamento.

Apos a camada de convolugao, as ativagoes sao passadas para uma segunda camada,
a camada de subamostragem. Essa camada pode calcular o valor maximo ou médio de
uma area de tamanho predefinido, gerando uma representacdo da entrada em resolugao
reduzida. Essa etapa melhora a invaridncia a translacao, consequentemente, aumen-
tando a acuracia da classificacao LeCun et al. (1998). A arquitetura de uma CNN é
apresentada na Figura 2.2.

.00

]
_.|-|'|.‘|.| % Q

x - D_-__-_ _____ L__[ :
:: " Ao I Perceptron Said
I \ PR N S i aida
Entrada [ N multicamada
Camadas de M .
convolugéo Camadas de
subamostracem

Figura 2.2: Arquitetura de uma CNN

Uma CNN pode conter uma ou mais camadas de convolucao e subamostragem, con-
forme preferéncia e ajustes necessarios relacionados ao problema de classificagdo. Como
entrada, a CNN recebe uma matriz real m x n que é processada por uma camada de
convolucao. Em seguida, a camada de convolugao é formada por k mapas de carac-
teristicas com ¢ X ¢ kernels, onde ¢ < n. Dado o kernel w, a saida y;; do mapa de
caracteristicas m é calculada pela convolucao da entrada = e w,
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m m

Yij = Z Wa, b (i—a,j—b)
a=—mb=—m

onde o tamanho do kernel é igual a (2m + 1) x (2m + 1) (Abdel-Hamid et al., 2012).

Apos a convolucdo, uma funcao de ativacdo nao linear é aplicada em cada mapa de

caracteristicas somada a um peso, definido como viés.

O proximo passo é processar a saida de cada mapa de caracteristicas através de uma
camada de subamostragem, que pode usar um filtro de média ou de valor méximo numa
area predefinida de tamanho r x r. Na Figura 2.3, uma representagao das camadas de
convolucao e subamostragem é apresentada.

Resultado da

subamostragem
Tamanho do filtro de Camada de
subamostragem "7 7% subamostragem
A
y / \ v

Resultado da convolugdo

Mapa de
caracteristicas
com pesos Camada de
compartilhados 7% convolugéo

Entrada

Tamanho do kernel
Figura 2.3: Camadas de convolucao e subamostragem

Finalmente, o resultado das camadas iniciais é apresentado a uma MLP totalmente
conectada que calcula a saida da CNN.
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Modelo Proposto

3.1 Modelo CNN-HMM

Redes neurais podem ser usadas para classificar diversos padroes, entre eles, fonemas
e palavras, mapeando um padrao temporal em espacial (Bourlard and Morgan, 1994).
Entretanto, as redes neurais sao limitadas em seu poder de classificar sequéncias, pois
as mesmas podem variar infinitamente de tamanho. Por outro lado, o HMM possui
uma estrutura capaz de lidar com sequéncias de tamanho indefinido.

Pensando nisso, um modelo hibrido NN-HMM foi criado, no qual a rede neural tem
o papel de modelar uma representacao acustica dos frames da fala, enquanto que o
HMM modela a estrutura temporal e as dependéncias entre frames adjacentes. Cada
entrada para rede é formada por uma sequéncia de T frames Oy, centralizados no tempo
t. A saida da rede corresponde & probabilidade a posteriori P(s|O;) que representa o
estado s do HMM no tempo ¢ (Bourlard and Morgan, 1994). As probabilidades dos
estados do HMM sao calculadas na saida da rede pela funcido softmaz

exp(ye)
>ioiexp(yi)
i=1 €TP\Yi
onde y; é a saida do neurénio ¢. Desta forma, um HMM treinado encontra a sequéncia
de estados s1,s9, ... ,5, que melhor “explica” a sequéncia de observagdes 01,09, ...,0,.
Neste trabalho, a rede neural MLP é substituida por uma rede neural convolucional.

Esse modelo foi definido por Abdel-Hamid et al. (2012) e adpatado para o reconheci-
mento de fala conforme apresentado na Figura 3.1.

P(s|0) =

3.2 Detalhamento da Hipoétese

A hipotese tratada neste trabalho esta relacionada ao uso de Redes Neurais Convolu-
cionais e como elas podem melhorar as taxas de acertos no reconhecimento de fala em
ambientes ruidosos. O foco do estudo é direcionado ao reconhecimento de palavras iso-
ladas na lingua portuguesa, avaliando também a influéncia de diferentes tipos de ruidos
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Frame do fonema com 15 frames de contexto (25 ms com 10 ms de entrelagcamento)

40 bandas
de
frequéncia

Extracdo de coeficientes g

v Frames de cada fonema
Matriz 40 x 15
40
11 1 coeficientes 1 1L
i 1 1 11
i 1 .= m 1 11
T
1
\ 4
CNN
Emiss3o de I
probabilidades *
P(let) P(S!Oz) P(5|Iot)
[ 1 1
1 1 " Em 1
1 1 1
[ 1 1
[ 1 I
||
1
\ 4
HMM Palavra 1| [HMM Palavra2| = == |HMM Palavran
1
v
| Maxima probabilidade |
|
indice do HMM I
com maior \ 4

praiakalicterst ‘ Palavra reconhecida ‘

Figura 3.1: Modelo hibrido CNN-HMM (Abdel-Hamid et al., 2012)
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no desempenho da solucao proposta. A partir dos problemas mencionados na Se¢do
1.1, surge o questionamento: como superar os problemas causados pelos ruidos do am-
biente e variagdo do sinal da fala, sem que haja dependéncia do processo de extracao
de caracteristicas, utilizando diretamente os dados em sua forma natural?

No dominio da frequéncia, os sinais da fala sdo representado por concentracoes de
energias em diferente bandas de frequéncia. Quando um sinal de fala é analisado a
nivel fonético, é possivel verificar que o fonema pode ser classificado a partir de sua
representacao espectral. Na presenca de ruido, o sinal continua bastante representativo
devido ao ruido estar concentrado apenas em algumas partes do espectro. De acordo
com Abdel-Hamid et al. (2012), espectro na escala Mel, banco de filtros e espectro line-
ares sao representacoes adequadas da entrada no dominio da frequéncia que preservam
informacoes espaciais.

Uma vez que CNNs sdo especializadas em problemas que envolvem correlacoes es-
paciais, é esperado que os frames do sinal de fala no dominio da frequéncia possam ser
usados como entrada para uma CNN, que por sua vez vai gerar uma sequéncia de ob-
servacoes ou probabilidades usadas pelo HMM. Em ambientes ruidosos, a CNN ainda,
pode extrair caracteristicas representativas, porque os pesos compartilhados de cada
mapa de caracteristicas sao replicados por todo o espaco da entrada, permitindo que
caracteristicas possam ser encontradas independente de sua localizacao, caso venham a
ser distorcidas pelo ruido.

Em seu trabalho, LeCun et al. (1998) mostra como a CNN é capaz de superar
varia¢oes e ruidos no reconhecimento de digitos manuscritos. A Figura 3.2 inclui
exemplos de robustez da CNN sob condigoes de ruidos diversos. Sem o uso de CNN,
seria necessario submeter métodos de extracdo de caracteristicas e segmentagdo da
imagem.

No modelo apresentado, a CNN ¢ treinada para estimar as probabilidades de emis-
soes do HMM. Além de receber o frame que serd classificado a nivel fonético, a CNN
recebe frames anteriores e posteriores, permitindo que ela possa aprender informacoes
de contexto do fonema.
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Figura 3.2: Exemplos de reconhecimento de imagem que apresentam robustez ao ruido.
(1998)

Fonte: LeCun et al.



Capitulo 4

Experimentos e Resultados

4.1 Cenarios de Experimentacao

Para avaliar o método proposto, foi conduzido um experimento que envolve o reconhe-
cimento de palavras isoladas com ruido aditivo. O experimento é baseado no trabalho
de Almeida (2014), no qual o reconhecimento de palavras dependente de locutor é ava-
liado em um banco de dados modificado com trés ruidos da base NOISEX-92: conversa,
volvo (denominagao dada pelos autores ao ruido produzido pelo motor de um veiculo
especifico ) e fabrica (Varga and Steeneken, 1993).

Testes foram conduzidos para determinar a melhor configuragdo para o modelo. A
configuragdo encontrada é composta por duas camadas de convolugao e subamostragem.
As camadas de convolucao possuem kernels de tamanho 3 x 3 seguidas por camadas
de subamostragem com filtros de tamanho 2 x 2. Na primeira camada, 20 mapas de
caracteristicas sao usados e, na segunda, 50. A tltima camada é formada por uma MLP
com 200 neurdnios na camada oculta. Cada neurdnio de saida representa um fonema
que forma uma palavra a ser classificada.

O primeiro experimento trata basicamente de uma comparagdo mais direta entre
CNN-HMM com modelos de classificacao tradicionais (SVM e GMM). O SVM e GMM,
nesse contexto, sao aplicados na modelagem actstica dos sinais, assumindo o papel
da CNN e utilizando o HMM para a modelagem sequencial. Além disso, é feita uma
avaliagdo das caracteristicas geradas pelo CNN em comparacao com Eventos Acusticos
Elementares, caracteristicas propostas por Almeida (2014). Entretanto, este experi-
mento difere bastante do que poderia ser encontrado em situacoes de uso cotidiano de
um sistema ASR. Os principais motivos sdo:

e A utilizacao de treinamento e teste dependente de locutor: O experimento nao
verifica como a abordagem se comportaria num cenério mais diversificado, em que
os locutores presentes na base de teste sao completamente diferentes daqueles que
participaram da construcdo da base de treinamento.

e Ruidos aditivos: Quando utilizamos ruidos aditivos, ndo consideramos algumas
caracteristicas que estao presentes em ambientes ruidosos naturais. Em ambiente
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Figura 4.1: Espectogramas de &dudio do comando avance (a) e com ruido aditivo de
conversa (b)

Figura 4.2: Espectogramas de dudio da palavra zero (a) e com ruido natural de conversa

(b)

ruidosos, os locutores tendem a se comunicar diferentemente, aumentando o tom
da voz, forma de pronuncia e duracao da silabas e palavras, etc. Essa tendéncia é
conhecida como efeito Lombardi (Junqua, 1996). As Figuras 4.1 e 4.2 apresentam
espectogramas de audio com e sem ruidos. O exemplo apresentado na Figura
4.2, com ruido natural, mostra forte alteracdo em concentracdes de energia, se
comparado com o exemplo da Figura 4.1, com ruido aditivo.

Apos essa constatacao, um segundo experimento foi idealizado. Nele é usada uma
segunda base, descrita na Secao 4.2, que possui dudios com trés ruidos simulados durante
a gravacao. Desta forma, pretende-se avaliar o modelo CNN e os classificadores SVM e
GMM em condicao de independéncia de locutor e ruido real.

4.1.1 Treinamento

2

O processo de treinamento dos modelos é estruturado conforme diagrama da Figura
4.3.

A primeira etapa do treinamento consistiu em realizar anotacoes fonéticas nas ba-
ses de dudio. Foi realizada uma anotagao fonética semiautomética a partir do plugin
EasyAlign para o Praat (Goldman, 2011). A anotagio é semiautomatica pois o EasyA-
lign acaba confundido as marcagoes de fonemas na maioria dos dudio, o que exige uma
supervisao humana para alinhar com mais precisao. Na Figura 4.4, é apresentada a in-
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Figura 4.3: Diagrama do processo de treinamento
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Figura 4.4: Tela do praat, utilizado para a auxiliar na anotacao fonética

terface do Praat com a anotacao feita para a palavra avance. Cada fonema é delimitado
e, em seguida, anotado num arquivo para ser usado pelo scripts de treinamento.

Logo em seguida é realizado o treinamento da CNN. A CNN foi implementada na
linguagem Python 3.4 com o auxilio das bibliotecas Numpy 1.8.1 (Jones et al., 01 ) e
Theano 0.6 (Theano Development Team, 2016). O treinamento consiste em fornecer
frames de dudio das bases e os rotulos obtidos com a anotacao fonética. A abordagem
proposta nao usa modelo de rejeicio na classificacio. A CNN treinada serve para
gerar as probabilidades que serdo usadas no treinamento dos modelos HMM usando o
algoritmo de Baum-Welch (Rabiner, 1989). Para cada palavra, é¢ treinado um HMM
que ird aprender a estrutura sequencial da palavra. Foram utilizados apenas modelos
sem ruidos aditivos ou naturais.
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Figura 4.5: Diagrama do processo de teste

4.1.2 Teste

A etapa de teste, representada na Figura 4.5, utiliza os modelos construidos para fazer
a avaliagcdo da abordagem proposta.

4.2 Base de dados

O primeiro experimento foi realizado na base Biochaves ! que é formado por cinco co-
mandos pronunciados em portugués brasileiro (“avance", “direita", “esquerda", “pare"e
“recue"). Os comandos sao repetidos 10 vezes por 8 locutores (6 homens e 2 mulheres).
As gravagoes foram realizadas em ambiente ndo controlados, a partir de dispostivos
moveis a uma taxa de 8 Khz e quantizacao de 16 bits(Raulino et al., 2013). A base
foi anotada foneticamente para este trabalho através de um processo semiautomatico
usando o plugin EasyAlign para o Praat (Goldman, 2011). Foram usados os 15 fonemas
que formam os comandos, além de mais uma classe que representa frames de siléncio.

Os resultados foram comparados com Almeida (2014), no experimento que envolve
o reconhecimento de palavras isoladas com ruidos aditivos: conversa, volvo e fabrica.
Para a realizagao do experimento, a base foi dividida em duas bases de treinamento e de
teste, com 70% das amostras para treinamento e o restante para teste. Os ruidos aditivos
foram aplicados na base limpa mantendo uma relagao sinal-ruido, SNR, do inglés signal-
to-noise ratio de 6dB. Seguindo os mesmos critérios aplicados por Almeida (2014), a
rede foi treinada com todos os locutores, caracterizando o problema como dependente
de locutor. Em seguida, a base de teste foi modificada pelos ruidos aditivos, gerando
assim, outras trés bases.

A segunda base utilizada no segundo experimento foi construida pelo grupo de
pesquisa do qual o autor deste trabalho faz parte. A base é formada por digitos de zero a
nove e gravada por 13 locutores, sendo 6 homens e 7 mulheres. Foram usadas as mesmas
configuragoes de gravacao da base Biochaves e anotacdo fonética semiautomaética com

"http://www.biochaves.com /en/download.htm
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Tabela 4.1: SN R4p por locutor da base numérica

SNRyp

Locutores | Chuva | Conversa | Rua
Homem 1 | 6,37dB | -0,26dB | -1,02dB
Homem 2 | 3,36dB | 1,68dB 1,43dB
Mulher 1 | 1,64dB | -1,45dB 0,15dB
Mulher 2 | 5,43dB | 2,94dB 0,89dB

o Praat. Foram escolhidos 18 fonemas e um simbolo de siléncio, formando um total de
19 rétulos para a classificacao.

Quatro locutores, 2 homens e 2 mulheres, repetiram suas gravagdes outras 3 vezes
para a base de teste, com um ruido de ambiente diferente em cada gravacao. Os ruidos
utilizados foram: conversa, chuva e rua. Esses quatros locutores foram utilizados para
teste, com o objetivo de avaliar a proposta de forma independente de locutor. Os sinais
com ruidos mantiveram diferentes SNR, para cada locutor e ruido, como pode ser visto
na Tabela 4.1.

Para cada elocucao, uma etapa de extracao de caracteristicas produziu vetores de
40 coeficientes de banco de filtros na escala Mel. Abdel-Hamid et al. (2014) afirma que
MFCC convencional nao ¢ adequado para ser usado na CNN porque a transforma, dis-
creta do cosseno projeta a energia espectral para uma nova base que pode nao preservar
informacoes espaciais nos dudios. A extracao foi realizada em frames de 25 milissegun-
dos com 10 milissegundos de entrelacamento entre eles. Os coeficientes foram agrupados
em 15 frames consecutivos para servirem como entrada na rede. A entrada foi rotulada
de acordo com o frame da oitava posicao.

4.3 Meétricas

Em Almeida (2014), foram usados vetores de caracteristicas num processo de alinha-
mento temporal conhecido como Dynamic Time Warping (DTW). Portanto, foi mais
apropriado em seu trabalho, analisar o problema como um problema de deteccao, ao
invés de um problema de classificagdo. Desta forma, a métrica Equal Error Rate (EER)
foi usada como forma de representar os resultados na comparagao com Almeida (2014).
EER corresponde ao ponto na curva ROC onde a taxa de falsos positivos e falsos nega-
tivos sao iguais. Outra métrica usada foi a acuracia da classificagdo, aplicada tanto no
primeiro como no segundo experimento. A acuricia é definido como a proporc¢ao entre
a quantidade de acertos e a quantidade total de amostras na base de teste. Na avaliacao
da acuracia, os modelos foram submetidos a um processo de validagao cruzada k-fold
com k = 10.

Os extratores comparados em Almeida (2014) foram MFCC, ZCPA (Zero-Crossing
with Peak Amplitudes) e eventos acusticos elementares (Elementary Acoustic Events,
EAE), que foi proposto pela autora.

No primeiro experimento deste trabalho, considerou-se que a CNN estd agindo no
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papel de extrator de caracteristicas, avaliando uma possivel representacao do especto-
grama natural como entrada, os coeficientes Fbank. Entretanto, é importante ressaltar
que o modelo GMM-HMM tradicional (Rabiner, 1989) assim como o CNN-HMM deste
trabalho, realizam extracao de caracteristicas e deteccao de sinal de forma conjunta.
Além disso, para o CNN-HMM proposto, foi necessario usar uma base anotada foneti-
camente, em contraste com o trabalho de Almeida (2014), que nao dispoe de anotagao
fonética, apenas de anotacao da elocucao.

4.4 Resultados

4.4.1 Primeiro Experimento

No primeiro experimento, a CNN foi avaliada como um extrator de caracteristicas para
realizar a comparacao de resultados com o EAE e demais caracteristicas na base Bio-
chaves. Desta forma, o reconhecimento dos comandos foi feito através de um processo
de alinhamento temporal entre duas matrizes de probabilidades geradas pela CNN. A
primeira matriz serve como sinal de referéncia, enquanto que a segunda é um sinal
desconhecido que pode ser ou nao da mesma classe. O problema passa a ser um pro-
blema de deteccao, no qual se pode extrair medidas de EER para serem comparadas
aos resultados de Almeida (2014). O método de alinhamento da referéncia usado foi o
DTW, que mede a similaridade entre duas sequéncias temporais (Itakura, 1975). Na
Tabela 4.2, sdo apresentados os resultados dos experimentos da CNN e DTW. Todos
os métodos foram avaliados nas bases modificadas e nao modificadas.

O modelo CNN-DTW obteve os melhores resultados em todas as bases, quando
comparados a0 EAE em Almeida (2014). E importante notar que o CNN-DTW foi o
unico treinado com ajuda da anotacao fonética da base de dudios.

Os resultados da Tabela 4.2 sugerem que anotacao semiautomatica dos fonemas
teve grande influéncia na melhoria de desempenho, por dispor da supervisao humana
durante a fase de treinamento. Portanto, dado que os classificadores GMM e SVM
(Support Vector Machines) podem ser treinados com anotagao, ambos classificadores
foram avaliados no mesmo experimento para averiguar a influéncia da anotacdo no
processo. Vaérias configuracoes foram testadas para GMM em busca do nimero de
Gaussianas que fornece o melhor desempenho conforme apontada na descricao da tabela,
de resultados 4.3. Para o SVM, um kernel polinomial de grau d = 3 alcangou os

Tabela 4.2: Resultados do primeiro experimento com CNN DTW

Equal error rate (EER) (%)
Métodos Base limpa | Conversa | Volvo | Fabrica
MFCC-DTW | 7.30% 11.70% 8.20% | 13.10%
ZCPA-DTW | 8.20% 10.50% 8.40% | 12.20%
EAE-DTW 3.80% 8.50% 3.80% | 9.90%
CNN-DTW | 3,01% 5,96% 3,42% | 6,97%
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Tabela 4.3: EER do primeiro experimento com anotacao fonética

Equal error rate (EER) (%)
Métodos Base limpa | Conversa | Volvo Fabrica
GMM-HMM (1) | 19,20% 28,27% 19,23% | 23,20%
GMM-HMM (3) | 4,27% 27,93% 4.20% | 20,20%
GMM-HMM (5) | 1,07% 29,33% 1,07% | 14,67%
SVM-HMM 0,00% 20,27% 0,00% | 15,13 %
CNN-HMM 0,13% 3.47% 0,27% | 2,67%

melhores resultados. Os classificadores foram implementados pelo projeto scikit-learn?,
uma biblioteca de cédigo aberto com implementacoes de algoritmos para aprendizado
de maquina na linguagem Python (Pedregosa et al., 2011). Os dois classificadores geram
sequéncias de observacoes para o treinamento de HMM discreto.

A Tabela 4.3 mostra os resultados da CNN comparados com GMM e SVM. O
nimero ao lado dos GMMs indica a quantidade de Gaussianas na mistura. O SVM
obteve resultados um pouco melhores na base limpa e com ruido “volvo”, mas o CNN
continuou com melhores resultados nas demais situagoes. Os modelos também foram
avaliados usando validacao cruzada k-fold da acuracia com k = 10. Na Tabela 4.4 sao
apresentadas as médias da acuricia de cada teste seguidas pelo desvio padrao para cada
situacao.

Tabela 4.4: Acuracia do primeiro experimento com anotacao fonética
Acurécia (%)

Métodos Base limpa Conversa Volvo Fabrica
GMM-HMM (1) | 79,20% + 2,14 | 57,80% + 7,39 | 78,40% =+ 1,95 | 71,40% =+ 3,40
GMM-HMM (3) | 94,50% + 1,17 | 63,80% + 11,33 | 94,50% =+ 1,17 | 76,80% + 3,42
GMM-HMM (5) | 99,80% =+ 0,42 | 64,20% + 13,18 | 99,80% =+ 0,42 | 82,40% =+ 4,29
SVM-HMM 100,00% 77,40% + 4,22 | 100,00% 83,20 % + 3,29
CNN-HMM 99,67% + 1,02 | 88,91% + 5,43 | 99,67% + 1,02 | 94,86% + 4,53

SVM e GMM tiveram seus desempenhos afetados pelas bases modificadas com rui-
dos de conversa e de fabrica. Por serem ruidos mais espalhados em diversas faixas de
frequéncias, todas as maquinas de aprendizado foram afetadas. Contudo, foi possivel
notar que CNN-HMM foi menos influenciado por tais ruidos, indicando desta forma,
que o modelo tem um nivel maior de robustez a variagoes comuns em ambientes nao
controlados. A Figura 4.6 apresenta a curva ROC para o CNN-HMM com ruido de
conversa.

*http:/ /scikit-learn.org
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ROC (AUC: 99 43%, EER: 3.47%)
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Figura 4.6: Curva ROC para a base modificada com ruido de conversa

4.4.2 Segundo Experimento

A Tabela 4.5, apresenta os resultados do segundo experimento realizado na base nu-
mérica. O desempenho do CNN-HMM foi comparado novamente com SVM e GMM.
Para o GMM, apenas foi considerada a configuracdo com cinco gaussianas que havia
apresentado melhor desempenho anteriormente. Os modelos foram avaliados também

num contexto de reconhecimento de fala dependente de locutor e seus desempenhos sao
apresentados na Tabela 4.6.

Tabela 4.5: Resultados do segundo experimento independente de locutor

Acurécia (%)
Métodos Base limpa Chuva Conversa Rua
GMM-HMM (5) | 40,00% + 7,71 10,00% 9,50% = 1,00 11,50% + 1,91
SVM-HMM 44,40% + 8,98 18,50% =+ 6,40 | 16,00% =+ 9,52 10,50% =+ 1,00
CNN-HMM | 59,79% =+ 13,54 | 32,50% = 7,00 | 34,00% =+ 10,19 | 23,00% =+ 4,76

Tabela 4.6: Resultados do segundo experimento dependente de locutor

Acurécia (%)
Métodos Base limpa Chuva Conversa Rua
GMM-HMM (5) | 95,80% + 4,04 | 12,50% + 3,00 | 9,50% + 1,00 12,00% + 1,63
SVM-HMM 99,80% + 0,63 | 18,50% & 7,72 | 12,00% =+ 4,00 | 15,00 % =+ 2,00
CNN-HMM | 100,00% 52,00% =+ 4,61 | 30,50% + 7,54 | 18,00% + 3,26

Os resultados apontam novamente o CNN-HMM como a melhor alternativa entre os
modelos testados. Apesar de ter sido menos afetado que os demais, o CNN-HMM obteve
fraco desempenho nessa segunda base, principalmente quando se trata do ruido de rua
que é caracterizado como mais intenso entre os trés. Isso pode ter sido causado por se
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tratar de uma base com pouca quantidade de amostras, dificultando a generalizacao do
aprendizado da CNN, crucial no reconhecimento de um padrao tao diversificado como a
fala. Outro ponto importante foi a utilizacdo de ruidos muito intensos durante a coleta
de dados como pode ser visto na Segao 4.2. As distor¢oes causadas por esses ruidos nao
foram filtradas como muitas vezes ocorre durante a captura de dudio, o que pode ter
levado ao desempenho inferior ao experimento anterior. Os modelos obtiveram melhores
resultados no reconhecimento dependente de locutor, conforme Tabela 4.6, mas ainda
assim nao conseguem manter o desempenho nas bases afetadas por ruidos.
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Aplicacoes

O modelo CNN-HMM treinado a partir dos comandos da base Biochaves foi utilizado
para o desenvolvimento de dois jogos pelo grupo de pesquisa de reconhecimento de
fala. Os jogos foram desenvolvidos na versao gratuita do motor de jogos Unity3D. Essa
ferramenta ¢ um editor poderoso que permite criagdo dos mesmos em 2D e 3D com
fisica propria, aplicando-a para simular as leis fisicas atuante no mundo real, grande
documentacao e tutoriais disponiveis.

Os scripts podem ser feitos em C# ou Javascript, sendo escolhido neste projeto o C#
por haver maior documentacao e tutoriais disponiveis. Desenvolver com unity ainda
permite a facilidade de ter projetos multiplataforma como Android, I0S, Windows
Phone, Windows, Mac OSX, Linux, Samsung TV, Playstation, Xbox etc. Além disso,
pode usar os servigos integrados de Unity para acelerar seu processo de desenvolvimento
e otimizar seu jogo como recursos de monetizagao, networking para multiplayer, cloud
building, asset store e demais. A asset store é uma loja da Unity com varios recursos
gratuitos e pagos para desenvolvimento. Esses recursos siao modelos 3D, animagdes,
dudios, modelos de projetos, spritesheet, texturas, pacotes de efeitos de cAmeras, plugins
que permitem extensibilidade da engine como para o sensor de movimentos Kinect.

Um jogo é baseado em sistema de turnos do RPG, e o outro requer resposta em
tempo real. Esses jogos foram feitos para analisar o impacto desse tipo de reconhecedor
em ambas as situacoes.

5.1 Jogo Calculo de Aventura

O jogo Calculo de Aventura é um jogo de aventura com temética medieval e possui
miusica ambientada. Tanto as musicas como os sprites foram baixados na asset store.
As Figuras 5.1 e 5.2 apresentam telas do Calculo de Aventura. A prototipacdo do jogo
seguiu os seguintes passos:

e O game design: conceitualizacdo da histéria do jogo, personagens, vildes, interfa-
ces do usuério (facil cogni¢ao que auxilie na execugao do comando), publico alvo,
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estilo de cores, ambientagao, jogabilidade, regras do jogo, controles do jogo (botao
touch para envio do audio), esbogos de telas;

Escolha da engine;

Buscar documentacao da engine e jogos relacionados com reconhecedor de fala;

Implementacao;

Testes de usabilidade.

Esse jogo que estd em desenvolvimento é um RPG single player 2D de tabuada para
criancas entre 7 a 9 anos. Ele possui 6 fases, sendo a ultima o boss final da histoéria.
O personagem é um guerreiro que busca encontrar a princesa desaparecida e salvar
o vale do ataque de um Dragao, Tiamatica. O dragao é controlado pelo Mestre dos
Célculos que passa os desafios para o jogador. Desde o ataque do Dragao, a princesa
havia sumido.

Em cada fase a crianca deve acertar o desafio do mestre para ganhar level, derrotar
os dragoes menores e seguir seu destino até o castelo. O desafio do mestre consiste em
calcular algumas operacoes matemaéticas de soma, subtracdao, multiplicagdo e divisao
de dois ou trés termos positivos de 2 algarismos, a depender da dificuldade . O jogo
apresenta quatro opcoes de resposta, sendo apenas uma verdadeira. Nao é permitido
chutar, pois se acertar ou errar, sempre é gerada uma nova pergunta. Cada opc¢ao de
resposta gera uma agao no personagem, sendo essas acoes: “ataque com espada“ quando
falar avance, "defesa com escudo® quando falar recue, 'usar pocao de cura“ quando falar
direita e "usar magia de fogo“ quando falar esquerda.

Para responder os desafios, o jogador deve apertar no botdo do microfone, que
fara o cliente ficar aberto ouvindo por 2 segundos. Apoés os 2 segundos, ele fecha o
microfone, inicia e estabelece conexao com o servidor, envia o dudio e aguarda a reposta
da palavra reconhecida. Em seguida, é computado se a resposta foi certa ou errada,
além de executar a acdo mapeada para aquela palavra. Se a resposta for errada, a acao
do personagem é executada, porém ocorrerd o “miss”’, dando ataque de oportunidade
do inimigo. Ataque de oportunidade é conhecido no RPG como sendo uma brecha para
ataque do inimigo que antecipa sua acao.

A proposta da execucdo de uma acao vem para fazer a crianga interagir mais no
mundo do jogo, onde ela deve pensar qual seria a acgdo ‘necessiria” para combater
aquele dragao. Cada operagdao matematica tem 30 segundos para ser respondida, antes
de gerar nova pergunta. O tempo estipulado foi feito levando em conta o tempo de 5
segundos para reconhecimento da palavra e o tempo observado que uma crianca de 7
anos demora para fazer as contas usando os dedos das maos.

Cada fase exige um numero de acertos para seguir para a proxima fase, e o jogador
nao é penalizado com dano ou perda de pontos quando erra, apenas deixa de ganhar
level. O boss final, Tiamética, € um dragao de quatro cabegas representando as quatro
operagoes basicas. Nele, o jogador devera responder contas aleatorias dentre as 4 ope-
ragoes, e para cada uma solucionada, ele retira vida do vilao. Num momento critico de
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vida do inimigo, o jogador tem a opcao de matar o dragdo, ou nocautear. Ressaltando
que por se tratar de um RPG, cada agdo tem uma consequéncia, e caso escolha matar,
terd salvo o reino mas nunca tera noticias sobre a princesa desaparecida. Se escolher
nocautear, serd revelada e desfeita a maldi¢ao sobre o dragdo, onde ele se transformaré
na princesa desaparecida. O encanto s6 poderia ser quebrado quando um guerreiro
corajoso e justo derrotasse o dragdo sem maté-lo, e é preciso fazer a escolhe certa para
descobrir ou jogar novamente.

O game design foi feito pensando numa proposta lidica e educativa, sendo a segunda
baseada no comportamento operante do psicélogo Skinner que conceitualiza o reforco,
punicdo e extincdo de comportamentos para aprendizado de uma tarefa. Esse jogo
requer que o jogador ji tenha conhecimentos de tabuada, e serve para a prética da
mesma de forma interativa.

5.2 Jogo Breaker Aracaju

O jogo é baseado em um classico dos games, cujo nome é Break Ball. No entanto,
este € nomeado como Break Aracaju, igualmente, houve uma personaliza¢do nele, no
lugar da bola foi usado um caju, fruta tipica de Aracaju-SE. A utilizagdo de comandos
é feita através da voz para controlar a plataforma, pois o objetivo desse jogo é nao
deixar o caju cair no chao para isto ndo acontecer, precisa-se controlar a plataforma
feita de folha, ela deve-se mover para direita, esquerda ou parar de acordo com o
caju. Simultaneamente deve-se destruir os blocos de madeiras acima da plataforma,
para conseguir maior pontuacao e vencer. O jogo foi pensado e construindo tendo no
momento uma fase. A Figura 5.3 apresenta a tela inicial e a Figura 5.4 a tela padrao
do jogo.

Figura 5.3: Tela inicial

O botao verde com simbolo do microfone, ao ser apertado, ativa o cliente do jogo
que ativa a captacao do audio pelo microfone da plataforma na qual o jogo esta ro-
dando e captura o dudio falado com duragdo de dois segundos. Uma vez processado o
sinal no servidor e reconhecido de acordo com as palavras que o jogo utiliza ( Direita,
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Figura 5.4: Exemplo de fase do jogo

Esquerda e Pare). De acordo com cada palavra a plataforma se movimenta. Ao final do
jogo, mostra-se a pontuacao, sendo esta baseada no seguinte calculo, niimero de blocos
destruidos dividido pelo ntimero total de blocos existentes.
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Conclusao

Este trabalho apresentou um modelo hibrido entre CNN e HMM para reconhecimento
de fala

Os resultados dos experimentos mostraram que o modelo CNN-HMM consegue me-
lhorar o reconhecimento de palavras mesmo na presenca de ruido. Mesmo sendo um
modelo que ndo usa nenhum método adicional para o tratamento do ruido, a CNN
é capaz de normalizar algumas variagdes acusticas que podem ocorrer em ambiente
nao controlados. Essa melhoria pode ter sido influenciada pela anotacao fonética da
base, contudo, como visto nos resultados, a pequena variacao entre as taxas de EER
encontradas entre as bases mostram a robustez da abordagem.

Outra propriedade importante do modelo é a capacidade de usar a rede como front-
end do sistema ASR. Através das camadas de convolucdo e subamostragem, a CNN
consegue realizar uma extragao implicita de caracteristicas dos dados de entrada. Além
disso, propriedades como compartilhamento de pesos e conectividade local introduzem
um certo nivel de invariancia a distorcoes presentes em situacoes reais. As camadas de
subamostragem sao capazes de tratar pequenos deslocamentos no dominio da frequéncia
que sao bem comuns em sinais de fala.

O modelo, nesta abordagem, possui a desvantagem de necessitar de uma anotagao
fonética das palavras para que possa ser treinado. Esse tipo de anotag¢do nem sempre
esta disponivel em bases de treinamento, e demandam de tempo para serem realizadas.
Além disso, alguns fonemas sdo bastante curtos, podendo criar confusdo durante o
trabalho de anotacdo e consequentemente alguns fonemas podem ter sua rotulagao
equivocada.

Como extensao deste trabalho, pretende-se realizar os seguintes trabalhos:

e Adaptacdo do modelo para o reconhecimento de fala continua em amplo vocabu-
lario;

e Analisar e propor métodos para realizar a anotacdo fonética de bases de fala;

e Experimentos com outros tipos de problemas, como: reconhecimento de locutor,
gestos, etc.
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